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Kapitel 1

Einleitung

Das Ziel neuropsychologischer Experimente ist, das Zusammenspiel kognitiver Pro-
zesse im Gehirn zu verstehen. Gleichzeitige Messungen von elektromagnetischer Ak-
tivitdt auf der Kopfoberfliche durch Elektro- oder Magnetoenzephalographie (EEG
oder MEG) versprechen Riickschliisse auf neuronale Prozesse. Das Design eines ko-
gnitiven Experiments enthélt visuelle, auditorische oder sensorische Stimuli, auf die
der Proband des Experiments geméf einer ihm vorher genannten Aufgabe reagieren
soll. Auf diese Weise konnen durch eine geschickte Wahl der Stimuli und Aufgaben-
stellungen Verarbeitungsprozesse im Gehirn diskriminiert werden.

Die auf der Kopfoberfliche detektierten elektromagnetischen Felder zeigen bei kogni-
tiven Experimenten zeitlich konstante Intensitatsverteilungen und Peaks in Zeitse-
rien einzelner Detektoren im selben Zeitfenster. Diese werden als Komponenten be-
zeichnet. Man ordnet ihnen jeweils bestimmte kognitive Funktionen zu wie Regi-
strierung eines visuellen Reizes oder Erkennen von dessen rdumlicher Form. Neben
der iiblichen Peak-Detektion in einzelnen Detektorkanilen konnen sie ebenso durch
die Methode der Microstates nach D.Lehmann [5, 21, 55| bestimmt werden, die einen
Satz von Detektoren beriicksichtigt und fester Bestandteil kommerzieller Software
wie beispielsweise zur Modellierung neuronaler Dipole ist.

Bei der gleichzeitigen Analyse mehrerer Kanéle miissen rdumliche Korrelationen
mitberiicksichtigt werden. Dies gelingt durch raumzeitliche Analysemethoden, wie
beispielsweise bei der Anwendung auf MEG-Daten eines Motorkoordinations-Ex-
periments [23], EEG-Daten einer Petit-Mal-Epilepsie [20] und EEG-Daten eines
kognitiven Experiments [76, 78| gezeigt werden konnte. In den letzten zwei Arbei-
ten wird an das gemessene multidimensionale Signal jeweils ein niederdimensionales
dynamisches System angepasst, das die zeitliche Dynamik des Signals modelliert.
Die Anwendung auf die Daten des kognitiven Experiments ldsst den Schluss zu,
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dass die Fixpunkte des angepassten dynamischen Modells und die oben erwihn-
ten Komponenten korrellieren. Die Methode ist jedoch durch ihre rein nummerische
Implementierung in ihren Moglichkeiten begrenzt, weshalb eine neue analytische
Formulierung der Methode notwendig ist [37, 38]. Diese Erweiterung ist ein Teil
der vorliegenden Arbeit. Sie bedient sich in ihrem analytischen Teil einer nicht-
entarteten Storungstheorie [12, 16] und ist in der nummerischen Umsetzung ebenso
einem Hartree-Fock-Verfahren [12, 17, 29] dhnlich. Anwendungen der modifizier-
ten raumzeitlichen Analyse auf Gehirndatensitze konnten jedoch ersteinmal keine
weiteren Erkenntnisse iiber den Zusammenhang zwischen funktionellen Signalkom-
ponenten und Fixpunkten eines dynamischen Systems liefern.

Uberlegungen hinsichtlich der Eigenschaften von Gehirndatensitzen und der mogli-
chen Korrelation zwischen Fixpunkten und Signalkomponenten fiithrten schliellich
zu der Hypothese, dass die Ubergénge zwischen den Komponenten hochdimensional
und die Komponenten selbst niederdimensional zu modellieren sind. Somit macht ei-
ne Anpassung eines raumzeitlichen Modells auf das gesamte gemessene Signal wenig
und eine Fokussierung auf die Umgebung der Fixpunkte mehr Sinn. Zur Detekti-
on der Trajektoriensegmente, die durch eine Fixpunktdynamik beschrieben werden
konnen, ist in einem weiteren Teil dieser Arbeit ein Algorithmus entwickelt worden
[39, 40]. Er basiert auf der Idee, Fixpunkte als Punktcluster im hochdimensionalen
Datenraum zu detektieren. Die Anwendung auf Datensétze aus kognitiven Expe-
rimenten zeigt die Aquivalenz der detektierten Cluster-Zeitfenster und der Signal-
komponenten.

Zur Unterstiitzung der obigen Hypothese ist es anschlieBend notwendig, niederdi-
mensionale dynamische Systeme an die jeweiligen detektierten Trajektoriensegmente
anzupassen. Gute Konfidenzen in den Anpassungen konnen die getroffenen Annah-
men damit verifizieren.

Das folgende Kapitel behandelt in Grundziigen die elektromagnetische Aktivitéat im
Gehirn und die Ableitung eines dynamischen Systems fiir ihre Modellierung. Krite-
rien zur Modellselektion werden vorgestellt. Die Segmentation von raumzeitlichen
Signalen wird in Kapitel 3 eingefiihrt. Mittels neu entwickelter Kriterien werden
simulierte und reale Daten segmentiert und die Resultate interpretiert. Die analyti-
sche Ableitung einer neuen raumzeitlichen Analyse folgt in Kapitel 4. Anhand von
zwei simulierten raumzeitlichen Signalen werden neue Kriterien der Methode abge-
leitet und bereits bekannte gepriift. Die Uberpriifung der Hypothese, dass sich die
detektierten Datensegmente tatséchlich jeweils durch eine Fixpunktdynamik model-
lieren lassen, erfolgt in Kapitel 5. Mit dieser Kombination der Methoden werden
ein simulierter und ein EEG-Datensatz untersucht und die Ergebnisse interpretiert.
Eine Zusammenfassung in Kapitel 6 schlieft die Arbeit ab.



Kapitel 2

Neuronale Aktivitat und
dynamische Modelle

Im ersten Abschnitt ist die klassische Elektrodynamik von Feldern im Gehirn be-
schrieben. Die Messung der Felder auf der Kopfoberflache mittels Elektro- und Ma-
gnetoenzephalographie (EEG/MEG) wird fiir den Fall eines simulierten neuronalen
Dipols angegeben. AnschlieBend gehen wir auf kognitive Experimente, Messdaten,
deren Verarbeitung und den zentralen Begriff der Komponente ein.

2.1 Neuronale elektromagnetische Felder

Das menschliche Gehirngewebe enthélt ~ 10! Neuronen, die miteinander iiber Syn-
apsen verkniipft sind. Diese sind die Kopplungselemente zwischen Axonen eines
Neurons und Dendriten eines anderen Neurons. Neuronen emitieren entlang ihrer
Axone elektrische Pulse, deren Rate durch die elektrischen Strome in den Dendri-
ten des Neurons gesteuert wird. Elektromagnetische Gehirnaktivitdt, die man bei
EEG und MEG misst, wird dabei weitgehend durch dendritische Aktivitit bestimmt
(18, 64].

Da nun die rdumlichen synaptischen Verkniipfungen der Neuronen, ihre rdumliche
Orientierung sowie ihre individuellen elektrische Dynamik wenig bekannt sind, geht
man von der Vorstellung diskret liegender Neuronen zu einer kontinuierlichen Be-
schreibung tiber. Im folgenden Abschnitt sollen elektromagnetischen Felder von Ge-
hirngewebe diskutiert werden, das als homogen angenommen wird. Kontinuierliche
Grofen wie elektrische Stromdichte, elektrische Ladungsdichte oder auch elektrische
Leitfdhigkeit sind als rdumliche Mittelwerte iiber Neuronenpopulationen zu verste-

11
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hen.

Erweiterte Ansétze zu inhomogenen Beschreibungen sind im Rahmen von neuro-
nalen Feldtheorien zwar diskutiert [35, 42], stehen jedoch noch am Anfang ihrer
Entwicklung.

Gehirngewebe ist elektrisch, jedoch nicht magnetisch aktiv. Die magnetische Per-
meabilitéit kann also zu p = p und die relative Dielektrizititskonstante zu e, = 10°¢
[28] mit ¢, als Dielektrizitdtskonstanten im Vakuum gesetzt werden.

Die Maxwellgleichungen fiir das elektrische Feld E und die magnetische Induktion
B ergeben sich daraus zu

vV.E = ~
€0
VxE = -2B (2.1)
ot '
V-B =0
0
VxB = u(j+ee=—E). (2.2)

ot

Die Raumladungsdichte ist mit p bezeichnet. In einem magnetisch passiven Medi-
um ist die Stromdichte j gleich der Summe aus Volumenstromdichte, hervorgerufen
durch das elektrische Feld, und Polarisationsstrom

0
j=cE+ —P
J=0cE+ ot )
wobei P die Polarisation und o die elektrische Leitfdhigkeit bezeichnen.
Mit den Gleichungen (2.2) und (2.3) erhalten wir

P = (¢ — 1)gE, (2.3)

V x B = po(dE + (2¢, — 1)60%]3). (2.4)

Untersuchungen von nicht-invasiv gemessenen elektromagnetischen Feldern konzen-
trieren sich meist auf Frequenzen unterhalb von v = 100Hz. Setzen wir das elektri-
sche Feld mit E(x,t) = Ey(x)e™!,w = 27v an, so ergibt sich aus Gleichung (2.4)

V x B = po(o +iw(2¢, — 1)) E. (2.5)

Mit einer durchschnittlichen elektrischen Leitfahigkeit des Gehirngewebes von o = %

28] und v = 100Hz finden wir |(2¢, — 1)22|/|0cE| = w(2¢, — 1)ep/o < 1. Das neu-
ronale elektrische Feld kann somit als quasistatisch behandelt werden.
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Zur Untersuchung, ob dies auch fiir das magnetische Feld H = #—IOB gilt, bilden
wir V X V x E in Gleichung (2.1) und erhalten mit Gleichung (2.5)

0
VXxVXxE = —&(VXB)

= —iwpp(o +iw(2e — 1)) E. (2.6)
Mit dem Ansatz Eo(x) = Ee’* gelangen wir iiber

VxVxE = V(VE)-AE
= -k®k+K|E

zu einer Abschétzung des elektrischen Feldes, wobei (k®k);; = k;k; gilt. Mit |[k|| ~
1 kann mit Gleichung (2.6) eine charakteristische Lingenskala [28]

N

Ae = |wpo(o +iw(2e, — 1)) |

zu A\, = 65m abgeschitzt werden. Da diese Lénge wesentlich gréfler als der Durch-
messer des Kopfes ist, gilt V x E = 0 fiir Felder innerhalb des Gehirns und die
Magnetfelder kénnen als quasistatisch gelten.

Aus der Wirbelfreiheit des elektrischen Feldes folgt direkt E = —V®, die Poisson-
Gleichung AP = %p und deren Losung

1 p(x/,t)

av’
dmeg Sy ||x — x|

d(x,t) =

fiir das elektrische Potenzial ®. Dieses kann durch das EEG auf der Kopfoberfiiche
gemessen werden. Typische gemessene Potenziale der EEG-Detektoren liegen in
GroBenordungen von 0.5 — 50uV.

Da die elektrischen Felder als quasistatisch betrachtet werden kénnen, gilt geméf
Gleichung (2.2) auch V x B = pj, deren Losung das Biot-Savart-Gesetz ist

Ho j<X/7t) X (X_X/) /
B t) = — av’.
(%) 47r/V P

Die Radialkomponente der magnetischen Induktion B, die durch eine neuronale Ak-
tivitat hervor gerufen wurde, kann mittels des MEGs als Differenz zum Hintergrund-
feld gemessenen werden. Abbildung 2.1 zeigt die Anordnung von MEG-Sensoren bei
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Abbildung 2.1: Skizzierte Anordnung von MEG-Sensoren auf der Kopfoberfliche
(aus [42]).

einer Messung. Typische Messwerte liegen dabei im Bereich von 50ft bis 500ft.

Die Erzeugung von elektromagnetischen Feldern im Gehirn kann durch orientierte
Dipole modelliert werden [60, 61, 28]. Um die gemessenen Aktivitaten auf der Kopfo-
berfliche besser verstehen zu kénnen, wollen wir nun fiir einen einzelnen neuronalen
statischen und oszillierenden Dipol das elektrische Potenzial und die magnetischen
Induktion betrachten. In Abbildung 2.2 ist dieser als okzipital gesetzt zu sehen.
Daneben sind die sich ergebenden Potenziale und Radialkomponenten der magneti-
schen Induktion zu sehen, wie sie experimentell zu einem Zeitpunkt bestimmt und
aufgetragen werden. Im Falle des elektrischen Potenzials ist anhand der raumlichen
Verteilung eine direkte visuelle Lokalisation der Quelle ndherungsweise moglich. Da-
gegen ist es durch die Strahlungscharakteristik des oszillierenden Dipols aus der
Magnetfeldverteilung nur indirekt moglich, den Ort des Dipols zu erkennen.

2.2 FEreigniskorrelierte Potenziale und Felder

Zur Untersuchung von kognitiven Vorgédngen im Gehirn konnen das EEG oder das
MEG angewandt werden. Diese erlauben Aussagen iiber die zeitliche Entwicklung
von neuronaler Aktivitdt und ihrer rdumlichen Lokalisierung.

Die Untersuchung einer bestimmten kognitiven Funktion des Gehirns, wie Gedécht-
nis [7], lexikalisch-semantische Verarbeitung [49] oder prosodische Sprachverarbei-
tung [72], kann durch gezielt gestellte Experimente geschehen. Durch eine parametri-
sche Variation von Aufgabenkomponenten kénnen Verarbeitungsprozesse im Gehirn
tiber die gemessenen EEG/MEG-Aktivitédten differenziert und durch weitere Verar-
beitungsschritte wie Dipolmodellierung [50] raumlich lokalisiert werden.
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Stirn

Hinterkopf

Abbildung 2.2: Links: Einzelner neuronaler Modelldipol. Mitte und Rechts: resul-
tierende raumliche Verteilung auf der Kopfoberfliche von elektrischen Potenzialen
(Mitte) und Radialkomponenten der erzeugten magnetischen Induktion. Die Punkte
kennzeichnen die Positionen der Detektoren bzw. Sensoren, zwischen denen fiir eine
kontinuierliche Auftragung interpoliert wird. Bilder aus [32].

Aufgrund des niedrigen Signal-Rausch-Verhéltnisses von gemessenen Daten miissen
Aufgaben einer bestimmten Klasse viele Male présentiert werden. Eine geschick-
te Randomisierung, also zufillige Verteilung, der Experimentalbedingung soll dabei
ungewollte Lerneffekte minimieren.

Nach einer Extraktion von Artefakten, beispielsweise durch Netzspannung, Augen-

Abbildung 2.3: Die funktionellen EKP-Komponenten des Signals aus Abbildung 2.4
als rdumliche Potenzialverteilungen. Die Punkte geben die Position der Detektoren
an und die Potenziale sind geméfl der angegeben Skala farbkodiert.

blinzeln des Probanden oder grofiere Bewegungen, werden die Daten meist mit einem
Bandpassfilter weiter verarbeitet [67]. Eine darauf folgende Mittelung von Daten
gleicher Versuchsbedingung reduziert den Rauschanteil, indem sich die bedingungs-
unabhéngigen Anteile des Signals herausmitteln und die bedingungsabhéngigen ad-
dieren [70]. Die gemittelten Daten werden ereigniskorrelierte Potenziale (EKP) fur
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Abbildung 2.4: Die Zeitserien von 51 Detektoren eines EKP-Experiments [31]. Die
Orte der Zeitserien stimmen dabei ndherungsweise mit den Orten der Detektoren
auf der Kopfoberfliache iiberein. Das Dreieck links symbolisiert die Nase.
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detektierte EEG-Signale und ereigniskorrelierte Felder (EKF) fiir MEG-Signale ge-
nannt. Sie sind im Allgemeinen fiir jeden Probanden verschieden, doch koénnen
sie ebenfalls iiber einander gemittelt werden, um von Einzelprobanden unabhéngi-
ge Aussagen treffen zu kénnen. Auf diese Weise werden grand-average-Daten er-
zeugt, welche weiter rauschreduziert sind. So kénnen fiir jede Versuchsbedingung
ERP/ERF-Datensitze gewonnen werden, die in einen statistischen Zusammenhang
mit den Versuchsbedingungen gestellt werden kénnen.

Abbildung 2.3 zeigt eine zeitliche Sequenz von wenigen raumlichen elektrischen Po-
tenzialverteilungen auf der Kopfoberfliche aus einem visuellen ERP-Experiment
[31]. Die Zeitserien von 51 einzelnen Kanélen des Experiments sind in Abbildung 2.4
gezeigt. Beide Darstellungen werden benutzt, um Gehirndatensétze zu visualisieren
und sind somit dquivalent.

In Abbildung 2.4 fallen in einigen Kanélen zu bestimmten Zeitpunkten synchrone
Signalspitzen auf. Diese werden als Komponenten des Signals bezeichnet und sind
tiber ihre Verzogerung (Latenz) beziiglich des Stimuluszeitpunktes bei ¢ = Oms, ihre
Amplitude und Polaritét (N fiir negativ, P fiir positiv) definiert [70]. Abbildung 2.4
zeigt beispielsweise bei 80ms und 160ms in einigen Kanélen deutliche Spitzen mit
positiver bzw. negativer Polaritit. Diese sind neben anderen deutlich in den Kanélen
PO4 und PO7 zu sehen und tragen auf Grund ihren Eigenschaften die Bezeichnun-
gen P100 (oder P1) und N170 (oder N1). Die néchste auftretende Komponente ist
schwer abzugrenzen und liegt bei einer Latenz von ~ 220ms mit positiver Pola-
ritdt (deutlich in Kanal PO4). Dieser Komponente P2 folgt die zeitlich sehr breite
Komponente P3 bei einer mittleren Latenz ~ 300ms (siche Kanal CZ). Im MEG
sind diese Komponenten ebenfalls zu erkennen, allerdings mit leicht verschobener
Latenz. Sie werden beispielsweise mit P1m, N1m, P2m und P3m bezeichnet, wobei
die Bezeichnungen “P” und “N” die Richtung der radialen Magnetfeldkomponente
angeben.

Sowohl bei auditorischen als auch bei visuellen Experimenten sind im EEG/MEG
stets die Komponenten P1/P1m, N1/N1m und meist P2/P2m in dieser Reihenfol-
ge zu finden. Diese Komponenten sind nur vom physikalischen Stimulus und nicht
von der Versuchsbedingung des Experiments abhingig. Neue Untersuchungen le-
gen jedoch nahe, dass schon die Komponente P2 von der Aufmerksamkeit eines
Probanden abhéngig ist [48]. Obwohl den einzelnen EKP-Komponenten jeweils ein
kognitiver Prozess zugeordnet wird, 148t sich hiermit kein Riickschluss auf die neu-
ronalen Vorginge im Gehirn ziehen. Dynamische Modelle hierfiir existieren bis jetzt
nicht.
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2.3 Dynamisches Modell, Informationskriterien

Die Modellierung eines Signals kann mittels einer Kostenfunktion erfolgen, die ein
allgemeines Modell optimal an die Daten anpasst. In dieser Arbeit wird versucht,
ein deterministisches Modell unter gewissen Annahmen iiber das Rauschen so zu
bestimmen, dass es die zeitliche Dynamik des Signals bestmoglichst beschreibt. Die
Abschétzung der Giite dieses Modells kann durch Informationskriterien wie Akaike
Information Criterion (AIC) und Schwarz Information Criterion (SIC) erfolgen, die
formuliert werden.

Das dynamische Modell

Fiir die Beschreibung des dynamischen Verhaltens eines experimentell bestimmten

Signals y(t) ist seine zeitliche Anderung d%—iﬂ = y(t) entscheidend. Die Modellierung
von ¢ fithrt zu einem dynamischen Modell, dessen Eigenschaften Riickschliisse auf
das untersuchte System selbst zulésst.

Die Dynamik eines N-dimensionalen Signals y(¢) kann also durch
y(t) =flay(t) +et) . y.feeRY, (2.7)

beschrieben werden, wobei f(a,y) ein deterministisches Modell mit Modellparame-
tern a und €(t) additives Rauschen bezeichnen. Wir gehen davon aus, dass y also
die zeitliche Ableitung einer gemessenen Grofle darstellt, die mittels Gleichung (2.7)
durch einen Modellterm und additives Rauschen beschrieben werden kann. Glei-
chung (2.7) ist somit nicht als Langevin-Gleichung im herkémmlichen Sinn (beisp.
in [24]) aufzufassen, obwohl ihre Form diesselbe ist.

Unter der Annahme von additivem Gaufischen Rauschen gilt fiir die Wahrschein-
lichkeit p eines Rauschereignises zum Zeitpunkt ¢y

_ 1 —(etx71le)/2
p(é(tk)) (\/%)N det(E)e
mit ¥ € RV*N als der Kovarianzmatrix des Rauschprozesses.
Fiir unabhéngige Rauschprozesse zu jedem Zeitpunkt ¢, ist die bedingte Wahrschein-
lichkeit, dass y durch ein deterministisches Modell mit den Parametern a und einem
Rauschprozess mit der Kovarianzmatrix > innerhalb von T Zeitschritten erzeugt
wurde, durch

T

. 1
9 = [ e

(e ()5 (1) /2
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gegeben. Diese ist somit zeitunabhéngig.

Wir wollen nun die Modellparameter a und die Kovarianzmatrix 3 so bestimmen,
dass die bedingte Wahrscheinlichkeit p(y|a, 3) maximal und somit die Beschreibung
der gemessenen Dynamik y durch a und ¥ optimal angepast ist. Da sowohl p als
auch Inp monoton steigende Funktionen sind, kann fiir die Bestimmung optima-
ler Parameter ebenso die logarithmische Wahrscheinlichkeit verwendet werden. Es
ergibt sich

T
1
Inp(yla,X) E In(( N det(x ~3 E ()X et
k

= — g In 27 — T'Indet(X)

- —< —fla,y®)'S " (y(t) - flay(®)) (28

mit e =y —f(a,y) .
Dabei gilt allgemein

T

(F(1)) = 7 37 Flt),

k

(..) bezeichnet hier wie im Folgenden das zeitliche Mittel einer Grofie F'(t).

In einem ersten Schritt sollen nun die optimalen Modellparameter a,, bestimmt
werden. Diese maximieren die bedingte Wahrscheinlichkeit p, wie auch Inp, bei Va-
riation von a und konnen somit durch eine verschwindende erste partielle Ableitung
bestimmt werden:

Olnp
Oa

sty —1 ty—1 7"

Dies ist die Bestimmungsgleichung fiir a,,. Ein Modell soll in dieser Arbeit der
Beschreibung der Dynamik eines Signals in der Néhe eines Fixpunktes dienen. Lo-
kale Formulierungen kénnen gut mit linearen Abhéngigkeiten angesetzt werden, fiir
Beschreibungen nicht-lokaler Dynamik sind Taylor-Entwicklungen hilfreich, die bei
hoheren Ordnungen abgebrochen werden. Aus Untersuchungen der Dynamik von Sy-
stemen an Phasentibergéngen (siche beisp. [26]) zeigt sich, dass mit Polynomansétze



20 KAPITEL 2. NEURONALE AKTIVITAT UND DYNAMISCHE MODELLE

bis zur dritten Ordnung viele Phdnomene beschrieben werden konnen. Wir setzen
somit die Modellfunktion f an mit

£it) =) ainkalt) (2.10)

«

und

{Sa} = {17 Y1,Y2, -, Ym, y%) 1Yz, . .. 7?/]2\/[a yili’ y%yla cee ay?w}

Gleichung (2.10) in Gleichung (2.9) eingesetzt, fithrt zu

a, = (yoo) !

mit M(t) = £(t) ® £(t) und ® bezeichnet hier wie im Folgenden das dyadische
Produkt. Die Matrix M hat fiir nicht-verschwindende Signalkomponenten y;(t) # 0
vollen Rang und ist somit invertierbar. Die optimalen Modellparameter a,, lassen
sich also unabhéingig von der Kovarianzmatrix des korrelierten Rauschens bestim-
men, insofern dieses den oben angesetzten Bedingungen geniigt [80].

Um die maximale bedingte Wahrscheinlichkeit p,,(¥|am, X) angeben zu kénnen,
muss noch die Rauschkovarianz Y optimal bestimmt werden. Wir erhalten, d&hnlich
wie bei der Bestimmung der Modellparameter a,,, nach [80]

Jlnp
= 0
ox
= >l 'BBY 'B!
- ¥Y¥n = B (2.11)

mit B = ((y —f) ® (y — f)).
Da mit Gleichung (2.11)

<@ —£1)" Bm ' () - £E) >

= Sp % Z(Y(tk) —£(t) @ (y(te) — £(t) B
= SpEnZah) §
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folgt, ergibt sich die negative maximale logarithmische Wahrscheinlichkeitsdichte fiir
optimal gewéhlte Rauschkovarianz und optimale Modellparameter a,,, zu

Llan) = gu +In2r) + %lndet (5 = F(am y)) © (5 — F(am y)))

Dieser Ausdruck wird auch als maximum-likelihood-Schitzung bezeichnet.

Informationskriterien

Die Modellierung von Signalen kann selten eindeutig sein, da jedes Modell eine
Schar von freien Parametern enthélt, deren Anzahl zuerst einmal unbeschrankt ist.
Zum einen gilt dann, dass mehr Parameter eine bessere Anpassung an ein Signal
ermoglichen, zum anderen kénnen Modelle invariant gegeniiber Transformationen
sein. Beispielsweise lassen Skalierungen der Zeit und affine Transformationen die
Stabilitédtseigenschaften von Fixpunkten gewohnlicher Differentialgleichungen inva-
riant.

Ein in der Literatur weit verbreiterer Weg [9, 80] zur Modellselektion wurde mit der
Einfithrung von Informationskriterien (IC) begangen. In unserem Fall ist die Grofie
eines Modells iiber die Dimensionalitdt M und den Grad des Polynoms f(y;) be-
stimmt, also iiber die Anzahl an Modellparametern a;,. Ein Informationskriterium
besteht aus der mazimum-likelihood-Schatzung £ und einem additiven Term. Diese
Korrektur “bestraft” eine zu gute Anpassung fiir eine grofle Anzahl an Modellpa-
rametern durch einen erhohten Wert. Da dieser Strafterm unterschiedlich angesetzt
werden kann, beschrinken wir uns in dieser Arbeit auf zwei Kriterien.

Die erste Korrektur zu £ wurde von Akaike [10, 80] vorgeschlagen. Der Strafterm
wird dabei einfach als die Anzahl der freien Parameter k; des verwendeten Modells
j gewahlt, so dass fiir das Akaike Information Criterion (AIC)

AIC =argmin(L;+k;) V j=1,.,Q (2.12)
J

gilt. Es ist also das Modell aus ) Modellen auszuwéhlen, das AIC minimiert.

Das Schwarz Information Criterion (SIC) orientiert sich an der Theorie von Bayes,
indem es bei der Ableitung der mazimum-likelihood-Schatzung den Modellen mit
wenigen Parametern eine positive a priori-Wahrscheinlichkeit zuordnet [71, 80]. Dies
fithrt ebenfalls zu einer Korrektur von £ und zu

1
SIC = argmin(L; + 5]{:]- InT) vV j=1,..,0Q. (2.13)
j
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T ist dabei die Anzahl der anzupassenden Groflen. Auch hier ist wieder das Modell
J zu wahlen, das STC minimiert.

Informationskriterien beriicksichtigen Eigenschaften der zu modellierenden Daten
und des verwendeten Modells jedoch nur in Form von Rahmengrofien wie Anzahl
oder Dimensionalitidt der Datenpunkte beriicksichtigt. Sie favorisieren Modelle ohne
spezielle Vorkenntnisse der Daten und kénnen folglich diese beispielsweise in ihrer
Dimension auch iiber- bzw.unterschétzen.



Kapitel 3

Clustering

In diesem Abschnitt soll die Segmentation eines raumzeitlichen Signals in Zeitab-
schnitte beschrieben werden, in denen sich die jeweilige Signaltrajektorie gemafl den
Stabilitdatseigenschaften eines Fixpunktes eines dynamischen Systems verhélt. Diese
Detektion erfolgt mittels einfacher Clusteralgorithmen. Die Anwendung auf einen si-
mulierten Datensatz, dessen Verhalten dem einer Kiippers-Lortz-Instabilitét [8, 51]
ahnlich ist, zeigt klar die zu erwartenden Wechsel zwischen Fixpunkten. Anhand
dieses Beispiels wird dann ein Kriterium entwickelt, das giiltige Cluster von Ar-
tefakten trennt und eine Abschéitzung iiber die offene Anzahl der Cluster liefert.
Anwendungen auf EKP-Datensitze zeigen den Zusammenhang zwischen detektier-
ten Datensegmenten und ERP-Komponenten.

3.1 Algorithmen

Ein Datensatz q € RY bestehe aus 7' Objekten, wie in Abb. 3.1 skizziert. Um die
rdumliche Anordnung der Objekte zu bestimmen, stehen verschiedene Verfahren wie
beispielsweise die Hough-Transformation fiir Liniendetektion [14] oder eine Cluster-
analyse fiir die Detektion von Objektcluster [69] zur Verfiigung.

Raumzeitliche Signale, bestehend aus T Messpunkten ¢;(¢x) mit k € [1;T],4 € [1; N],
konnen ebenfalls als eine Punktverteilung aus 7" Punkten im N-dimensionalen Da-
tenraum betrachtet werden. Die zeitliche Reihenfolge der Punkte geht dabei verloren.
Ist nun die Unterteilung des Datenraumes in Gebiete grofier und kleiner Punktdich-
ten von Interesse, so kann diese iiber eine Clusteranalyse erfolgen. Eine der ein-
fachsten Methoden hierfiir ist als Fuzzy-C-Means [4, 33] bekannt, welche wir im
Folgenden néher besprechen wollen.

23
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- Liniendetektion - - L/| rie
- P -

Abbildung 3.1: Rdumliche Strukturdetektion einer Objektmenge. Es sind mégliche
Linien und Objektcluster-Zentren eingezeichnet.

Ein Zentrum k;, eines Clusters k ist durch einen minimalen euklidischen Abstand zu
Datenpunkten ¢ definiert. Ein Mafl uy; > 0 fiir die Zugehorigkeit eines Datenpunk-
tes ¢ zu einem Cluster k wird eingefiihrt, fiir das >, uy; = 1,0 =1,..,T gilt. Der
Koeffizient uy; gibt also an, mit welcher Wahrscheinlichkeit der Datenpunkt ¢ zum
Cluster k gehort. Fiir die Bestimmung dieser Koeffizienten und der Clusterzentren
kann eine Kostenfunktion

c T
> ()™ || (a(ts) — k) ||2+Z)\ Zu;ﬂ—l (3.1)
=1

k=2 i=1

angesetzt werden [33]. Der Exponent m > 1 gewichtet noch zusétzlich die Wahr-
scheinlichkeitsverteilung wuy;, die Anzahl der zu detektierenden Cluster ist ¢ > 2 und
die Nebenbedingungen wurden mit Hilfe der Lagrangeparameter \; beriicksichtigt.
Ein Minimum der Kostenfunktion J,,, beziiglich u und k bestimmt die Clusterzen-
tren so, dass ihr Abstand zu Datenpunkten unter der gesetzen Nebenbedingung
minimal und der Datenraum somit optimal segmentiert wird:

0J,,

uy muf|(q(t;) — k)| = A (3.2)
=0

8 Jm Lo

K _2;uli(q(ti)_kl) (3.3)
=0

O ‘

et 0_
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Setzen wir Gleichung (3.2) in (3.4) ein, so erhalten wir die Gewichtungskoeffizienten

(& () — kP
T [Z<||<q<tj>—kk>u2) ] |

k=2

und mit Gleichung (3.3) die Clusterzentren
T m
K, — D i— g a(ti)
T m
D iy U

Die Gewichtungsfaktoren werden iterativ bestimmt, wobei dem Schema aus Ab-
bildung 3.2 gefolgt wird. Die Wahl der Initialcluster, des Exponenten m und des

Wahl der Startcluster K 4{Berechnung der Gewichte u}

[Berechnung der neuen Clusterzentren k]

[Besti mmung der neuen u}ija Kk < g e

Abbildung 3.2: Schema der Iterationsschritte des Fuzzy-C-Means.

Konvergenzkriteriums kénnen die Bestimmung der Clusterzentren und Gewichtungs-
faktoren entscheidend beeinflussen. Viele Verfahren und Kriterien sind deshalb ent-
wickelt worden, um optimale Resultate zu gewéhrleisten [4, 33]. Bei den hier prisen-
tierten Daten haben wir jedoch eine Unempfindlichkeit der Resultate gegeniiber der
Wahl der Initialcluster festgestellt. Die Griinde hierfiir liegen vermutlich im Verhalt-
nis von Dimensionalitéit des Datenraumes (~ 100) und der Anzahl an Datenpunkten
(~ 200), was bei den in dieser Arbeit untersuchten Daten zu deutlich getrennten
Clustern und somit zu einem einzigen lokalen Minimum von J,, fiithrt. Die verwen-
deten Konvergenzkriterien konnten durch Untersuchungen der Resultate sinnvoll
gew#hlt und schon nach 20-40 Iterationschritten erfiillt werden. Desweiteren legen
Untersuchungen der Resultate fiir verschiedene Exponenten m = 1 nahe.

Fiir m — 1 ergibt sich ug; — (0,1). Die Zuordnung eines Datenpunktes zu einem
Cluster ist also eindeutig und die Clusterzentren werden durch den Mittelwert der
umgebenden Datenpunkte bestimmt. Dieser Fall wird Hard-C-Means [15] genannt.
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Um kritische nummerische Grenzwertbestimmungen der Gewichtungsfaktoren und
Clusterzentren zu umgehen, kann Hard C-Means auch nummerisch durch iterati-
ve Mittelwertberechnungen implementiert werden. Diese Methode wird K-Means-
Clustering genannt und wir folgen in ihrer Implementierung Moody et. al. [59] .
Die Unterschiede von Fuzzy-C-Means und K-Means, deren Anwendungen und die
Ableitung eines Kriteriums fiir giiltige Clusterzentren werden in den folgenden Ka-
piteln gezeigt.

3.2 Zentrale Idee

Ein gedachtes raumzeitliches Signal soll sich aus einer Abfolge von Signalstiicken zu-
sammensetzen, die jeweils der Dynamik eines Sattelpunktes gehorchen (Abb. 3.3).
Verfolgen wir das Signal entlang seiner Trajektorie, so haufen sich die Datenpunkte
in der Nihe von Fixpunkten an und werden weniger in den Ubergangsbereichen
zwischen Sattelpunkten zu finden sein. Diese Akkumulation von Punkten und de-
ren Ausdiinnung ist auf die Existenz von stabilen und instabilen Mannigfaltigkei-
ten zuriickzufiihren. Finden wir also einen Weg, lokale Datenakkumulationen oder
Cluster im Datenraum eines zugehorigen raumzeitzeitlichen Signals zu detektieren,
so kann die Regionen einer Sattelpunktdynamik bestimmt werden [39, 40]. Durch
die zusétzliche Information iiber die zeitliche Reihenfolge der Datenpunkte ist es
moglich, die Zeitfenster im Signal zu bestimmen, indenen die Trajektorien jeweils
einer Sattelpunktdynamik gehorcht. Dies ldsst sich ebenfalls auf Grenzzyklen oder
auch seltsame Repeller mit stabiler und instabiler Mannigfaltigkeit erweitern.

3.3 Eine erste Anwendung

Einfache Clusteralgorithmen zur Detektion von Punktclustern sind Fuzzy-C-Means-
und K-Means, die im vorletzten Kapitel vorgestellt wurden. Sie erlauben bei der Vor-
gabe der Anzahl der zu detektierenden Cluster die Bestimmung von Clusterzentren
und im Falle des Fuzzy-C-Means-Algorithmusses zusétzlich die Bestimmung von
Gewichtungsfaktoren fiir jeden Datenpunkt.



3.3. EINE ERSTE ANWENDUNG 27

N stabile Mannigfaltigkeit

Fixpunkt
instabile Mannigfaltigkeit

‘ Trajektorie

Abbildung 3.3: Skizze einer Trajektorie, die zwei Sattelpunkte passiert. Der Uber-
gangsbereich zwischen den Fixpunkten ist von geringerem Interesse und gestrichelt
dargestellt.

Ein simulierter Datensatz

Nun wird ein raumzeitliches Signal q(¢) betrachtet, das als Superposition von drei
144-dimensionalen raumlichen Mustern v; (Abb. 3.4) durch

q(t) = ZAi(t)Vi (3.5)

B ZE

Abbildung 3.4: Die drei Grundmoden v{, v, und vs .

gegeben ist.

Die Dynamik der Amplituden A;(t) soll bestimmt sein durch
Al = €A — A[ATF (24 D)A2+ (2 D) A2 +T(t)

Ay = ey — AyAZ+ (24 D)A2+ (2 b)AL +T(1) (3.6)
As = €Ay — As[AZ+ (2+D)A% + (2 D) A +T(t),
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wobei A; die erste Ableitung nach der Zeit ist und I'(¢) € [—.05; 0.05] gleichverteiltes
Rauschen darstellt. Dieses dynamische System ist in der Hydrodynamik diskutiert
[3, 8] und beschreibt die Kiippers-Lortz-Instabilitat [51, 62, 63]. Diese beschreibt
ein zeitabhingiges Muster von parallelen Konvektionsrollen, die sich mit der Zeit
gegenseitig durch Muster ersetzen, die um 60° gedreht sind. Die zeitlichen Amplitu-
den der statischen Rollenmuster gehorchen dabei dem Differentialgleichungssystem
(3.6).

Im deterministischen Fall I'(¢) = 0 finden wir neben anderen die Fixpunkte

Al = (£Ve 0,00, AL =(0,£Ve0) , Al;=(0,0,£Ve)
Exemplarisch gilt fiir den Fixpunkt AY linearisiert
= eb—1)x

= —€eb+ 1)y (3.7)
z = —2ez

mit A = A{ + (z,y, 2)". Fiir € > 0, |b] > 1 existieren zwei stabile und eine instabi-
le lokale Mannigfaltigkeit, der Fixpunkt ist ein Sattelpunkt. Analoges gilt fiir die
Punkte A und A§.

A

AL L

As(t)

| | | | | | | | | |
0 200 400 600 800 1000 1200 1400 1600 1800 2000 2200
Zeitschritte

Abbildung 3.5: Die Amplituden A;(t), A2(t) und Ajs(¢).

Die Integration der Gleichungen (3.6) mit einem Euler-Vorwértsverfahren fiir € = 1,
b =2 und den Anfangsbedingungen A;(0) = 0.03, A;(0) = 0.2, A;(0) = 0.8 fiihrt
nach T = 2200 Zeitschritten zu Amplituden, die in Abbildung 3.5 gezeigt sind. Die
3-dimensionale Amplitudentrajektorie passiert dabei die Fixpunkte A3, A A%, und
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Abbildung 3.6: Das raumzeitliche Signal q(t) fiir 12 Zeitschritte. Der Wechsel zwi-
schen den Mustern vs, vy, —vy und wieder vs, analog zur Amplitudendynamik, ist
erkennbar. Eine Negation einer rdumlichen Mode stellt sich im Muster als Vertau-
schung von Schwarz und Weif nieder.

wieder A in dieser Reihenfolge. Nach Gleichung (3.5) kann nun das raumzeitliche
Signal q(t) gewonnen werden, das in Abbildung (3.6) auszugsweise zu sehen ist.
Es ist zu erkennen, dass sich die Muster vz, vi und —vy und wieder v3 in dieser
Reihenfolge abwechseln.

C-Means-Algorithmus

Nun wenden wir den Clusteralgorithmus Fuzzy-C-Means auf diesen Datensatz an
[40]. In Abbildung 3.7 ist fir ¢ = 3 der euklidische Abstand ||q(¢;) — k|| und der
Gewichtungsfaktor uy; eines jeden Datenpunktes ¢ zu jedem gefundenen Cluster auf-
getragen. Néahert sich eine Trajektorie einem Clusterzentrum bzw. entfernt sich von
ihm, so verringert sich bzw. vergrofiert sich die Distanz im Datenraum zwischen
beiden. Der Wechsel der Trajektorie von Cluster zu Cluster ist in Abbildung 3.7 zu
erkennen. Ein dhnliches Verhalten zeigt sich ebenfalls bei den Gewichtungsfaktoren:
Je niher ein Datenpunkt einem Clusterzentrum ist, desto grofler ist sein Grad der
Zugehorigkeit zum Cluster und somit sein Gewichtungsfaktor.

Ubergiinge zwischen Clustern sind durch Wechsel des néchsten Clusters zur Trajek-
torie definiert. Ein Vergleich der Amplitudendynamik (Abb. 3.5) und des Clusterer-
gebnisses zeigt die Ubereinstimmung der zeitlichen Fenster, in denen die Trajektorie
einen Fixpunkt bzw. ein Clusterzentrum passiert. Die Clusterzentren stimmen je-
doch im Allgemeinen nicht mit den Fixpunkten iiberein, welche erst mittels einer
raumzeitlichen Dynamikanpassung (Kapitel 4) bestimmt werden kénnen. Auf diese
Kombination beider Methoden gehen wir in Kapitel 5 nédher ein.

K-Means-Algorithmus

Nach Kapitel 3.1 erhalten wir fiir den Spezialfall m — 1 aus dem C-Means-Algorithmus
den Hard C-Means- oder auch K-Means-Algorithmus. Der Unterschied liegt in den
Gewichtungsfaktoren wuy;, die nun diskrete Werte 0 oder 1 annehmen. Die Zuordnung
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von Datenpunkten zu Clustern wird somit eindeutig. Aus diesem Grunde verzichten
wir im Folgenden auf die Auftragung der Gewichtungsfaktoren.

Fiir £ = 3 zu detektierende Cluster ist in Abbildung 3.8 der euklidische Abstand
zwischen Datenpunkten und Clusterzentren aufgetragen. Die gefundenen Zeitfenster
stimmen mit denen des Fuzzy-C-Means-Algorithmusses und des Signals iiberein.
Da jeder Punkt im Datenraum einem rdumlichen Muster entspricht, kénnen auch
die Clusterzentren visualisiert werden. Diese sind ebenfalls in Abbildung 3.8 gezeigt
und zeigen grofic Ahnlichkeiten mit den Grundmoden v;.

15
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Abbildung 3.7: Links: Die Clusterresultate des Fuzzy-C-Means-Algorithmus mit
m = 1.1 . Der euklidische Abstand zwischen Datenpunkten und Clusterzentrum 1,2
und 3 ist iiber die Daten- bzw. Zeitpunkte aufgetragen. Ein Wechsel zwischen aufein-
anderfolgenden Clusterzentren definiert die Clustergrenzen (senkrechte gestrichelte
Linien). Rechts: Der Gewichtungsfaktor ug; eines jeden Datenpunktes. Auch hier
markieren senkrechte gestrichelte Linien den zeitlichen Wechsel zwischen Clustern.
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Abbildung 3.8: Links: Die Clusterresultate des K-Means-Algorithmus fiir £ = 3.
Rechts: Die Clusterzentren als rdumliche Muster dargestellt.
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Abbildung 3.9: Clusterresultate des K-Means-Algorithmus fir £ =2,..,7 .

3.4 Die Anzahl der Cluster

Die Frage nach der Anzahl der Cluster ist bis jetzt noch offen geblieben. Wir wollen
die Ergebnisse des K-Means-Algorithmus’ anhand des Datensatzes aus dem letzten
Kapitel ndher untersuchen. Abbildung 3.9 zeigt die Clusterresultate fiir &k = 2,..,7.
Es ist zu erkennen, dass bei einer Erhohung der Anzahl der zu bestimmenden Clu-
ster k£ nur an den Zeitfenstergrenzen der groflen Zeitintervalle kleine Clusterintervalle
hinzukommen. Dies fiihrt zu einem ersten vagen Kriterium:
Nur die Cluster-Zeitfenster werden als giiltig betrachtet, die mehrere Datenpunk-
te enthalten und in denen sich die Datenpunkt-Clusterzentrum-Absténde zwischen
dem néchsten und dem zweitnéchsten Cluster deutlich unterscheiden. Diese Cluster
miissen von der Anzahl der zu detektierenden Cluster k weitgehend unabhéngig sein.
Um nun dieses Kriterium zu prézisieren, ist ein neues Mafl gesucht. Dieses soll zu
Cluster-Zeitfenstern fiihren, die unabhéngig von der Anzahl der Cluster sind. Es
muss kleine Clusterfenster ausschlieflen, die durch den Algorithmus kiinstlich er-
zeugt wurden und die obigen Kriterien nur durch Zufall erfiillen. Hierzu ig()iizieren
(ti)

7

wir jeden Datenpunkt mit der relativen Grosse der zugehorigen Fliche —f— aus
d\h). T

Abbildung 3.10 und summieren diese Fléichen iiber eine grofle Anzahl von Cluster-
durchldufen K mit steigendem k auf. So haben giiltige Cluster-Zeitfenster stets
einen nicht-verschwindenden Beitrag zur Summe und zufillige Zeitfenster mit klei-
nen Flachen A; verschwinden in der Summe. Wir erhalten eine Giitefunktion des
Clusteralgorithmus, die fiir jeden Datenpunkt die Giite des Cluster-Zeitfensters an-
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Abbildung 3.10: Skizze zur Erlduterung der Giitefunktion G(t). Ein Cluster-
Zeitfenster soll dann giiltig sein, falls der Abstand von Datenpunkten zum néchsten
Clusterzentrum deutlich kleiner ist als zum zweitnéchsten Clusterzentrum. Summie-
ren wir diese Abstandsdifferenzen fiir Datenpunkte auf, die ein Cluster bilden, so
erhalten wir eine Fliache A; fiir jedes mutmafBliche Cluster. Zusétzlich darf ein Clu-
ster nicht aus zu wenigen Punkten bestehen, da sonst eventuell Ausreifler im Signal
irrefithrend ein Cluster markieren kénnen. Diese Kriterien fiir ein Cluster erzeugen
die Flachen A; und Grofle reprasentieren ein Giitemaf fiir die Cluster.

gibt, zu dem dieser gehort:

K—2Zd

-
— T

G(t;) =

Abbildung 3.11 zeigt diese Giitefunktion fiir den simulierten Datensatz des letzten
Kapitels. Es gilt:

e Je grofler die Giite G(t) ist, desto besser sind Clusterzentren von einander
getrennt und desto eindeutiger ist ein Cluster-Zeitfenster definiert.

e Benachbarte Datenpunkte mit konstanter Giite G weisen auf eindeutige Cluster-
Zeitfenster hin.

e Die Grenzen der Zeitfenster sind dabei durch starke Wechsel der Giite G(t) zu
erkennen.
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Wir erkennen aus Abbildung 3.11, dass die Cluster-Zeitfenster wieder mit denen der
simulierten Kiippers-Lortz-Instabilitdt und der vorherigen Clusterresultate iiberein
stimmen.

0.0002 — : o _

0.00015

G(1)

0.0001

5e-05 —

0 500 1000 1500 2000
Zeitschritte

Abbildung 3.11: Giitefunktion G(t) fir K = 25 Clusterresultate berechnet. Die
Cluster-Zeitfenster sind durch eine konstante Giitefunktion bestimmt.

3.5 Anwendung auf reale Daten

Manche raumzeitliche Analysemethoden von EKP-Datenséitzen, wie die Methode
der Microstates [5], bedienen sich der Tatsache, dass Zeitfenster im Signal existie-
ren, in denen rdumliche Potenzialverteilungen stabil erscheinen. Die hier vorgestellte
Methode verwendet ebenfalls diese Eigenschaft, doch unter der Hypothese, dass der
raumzeitliche Verlauf des untersuchten Signals mittels eines gewohnlichen Differen-
tialgleichungssystems in der Néhe eines Fixpunkts beschrieben werden kann. Ein
Vergleich beider Methoden folgt am Ende dieses Kapitels.

Wir wenden die Clustermethode zuerst auf einen auditorischen EKP-Datensatz an.
Die in den letzten Kapiteln abgeleiteten Kriterien und Verfahren werden angewandt
und mit den in der EKP-Forschung bekannten Komponenten verglichen. Eine weite-
re Untersuchung von visuell-evozierten EKP-Daten [39] fiihrt ebenfalls zu Cluster-
Zeitfenstern, die im Sinne der EKP-Forschung interpretiert werden kénnen. Da nicht
sicher ist, inwieweit die Clustermethode vom Ursprung der Daten abhéngt, haben
wir noch visuell-evozierte EKF-Daten untersucht. Es zeigt sich, dass die EEG- und
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MEG-Daten in Hinblick auf eine Clusterung dquivalent sind.

Die drei Datensétze unterscheiden sich neben den unterschiedlichen Versuchsbedin-
gungen und Messmethoden ebenfalls in der zeitlichen Sampling-Rate. Dieser Aspekt
beeinflusst die Giite der Clusterung und wird erldutert.

3.5.1 EEG-Daten eines auditorischen Experiments
Das Experiment

Der untersuchte Datensatz zeigt ein Teilergebnis eines auditorischen Experiments
[57, 65], welches die Verarbeitung von auditorischen Reizen im menschlichen Gehirn
in Abhéngigkeit von der Aufmerksamkeit der Versuchsperson untersucht. In einer
Teilbedingung des Versuchs wurden den Versuchspersonen in zufilliger Reihenfolge
Toéne mit Frequenzen von 600Hz, 660Hz und vollig abweichende Gerdusche (z. B.
Motorgerédusch, Verkehrsldrm) mit Auftrittswahrscheinlichkeiten von 80%, 10% und
10% prasentiert. Die hier untersuchten Daten wurden aufgenommen, wihrend die
Versuchspersonen ihre Aufmerksamkeit auf den auditorischen Reiz lenkten.

Zur Messung der EEG-Daten wurden 120 Elektroden und eine zeitliche Sampling-

t=60ms t=120ms t=180ms t—240ms t=300ms t=360ms t=420ms t=480ms t=540ms t=600ms

b dalale] 14 1 1

Abbildung 3.12: Das gemessene Signal als zeitliche Sequenz von raumlichen Poten-
zialverteilungen. Die Farbgebung kodiert geméafl der angegebenen Skala die elektri-
schen Potenziale.

Rate von 250Hz verwendet. Nach Ausschluss von Datensegmenten mit Netzspan-
nungsartefakten, storenden Augenbewegungen der Versuchspersonen und anschlie-
Bender Mittelung der Daten tiber 100 Versuchsdurchldufe (Tonprésentationen) und
20 Versuchspersonen ist ein Bandpassfilter mit den Grenzfrequenzen 0.1Hz und 25Hz
verwendet worden. Die Mittelung erfolgte iiber einen Zeitraum von 200ms vor dem
Stimulus bis 800ms nach dem Stimulus.

Die rdumliche Verteilung der elektrischen Potenziale auf der Kopfoberfliche ist in
Abbildung 3.12 als zeitliche Sequenz gezeigt. Wir erkennen Wechsel zwischen zeitlich
stabilen rdumlichen Potenzialverteilungen.
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Abbildung 3.13: Clusterresultate des K-Means-Algoritmus fiir k =2, ..,7 .

Der K-Means-Algorithmus wurde fiir £ = 2, .., 7 auf den Datensatze angewandst.
Mit zufillig verteilten Anfangsclustern konvergiert der Algorithmus nach durch-

k("+1)_k(”) _

Abbildung 3.13 zeigt die Absténde der Signaltrajektorie zu den einzelnen Cluster-
zentren.

Zunéchst erkennen wir eine deutliche Zweiteilung des Signals bei t ~ 300ms fiir alle
k € [2;7], welche auch schon im Signal in Abb. 3.12 an der Polaritét der Potenziale
zu erkennen ist. Weiterhin zeigen sich dhnliche Cluster-Zeitfenster fiir unterschiedli-
che k, die in Tabelle 3.5.1 zusammengefasst sind. Die beiden Cluster-Zeitfenster (V)
und (VI) deuten dabei eine Unterstruktur des Zeitfensters (IV) an.

Die Giitefunktion G(t) ist in Abb. 3.14 fiir eine Mittelung tiber K = 30 Clusteran-
passungen angegeben und zeigt eine eindeutige Trennung der Cluster bei 300ms.
Die Cluster-Zeitfenster (I), (II), (III) und (IV) sowie auch die Unterstruktur von
Cluster-Zeitfenster (IV) in die Fenster (V) und (VI) sind deutlich zu erkennen.

schnittlich 20 Iterationsschritten mit dem Konvergenzkriterium
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Zeittenster-No. Zeitfenster k
(I) —200ms - 90ms | 2,3,4,5
(II) 90ms - 265ms | 4,5,6,7
(I1I) 680ms - 800ms | 5,6,7
(IV) 320ms - 640ms | 3,4,6
(V) 320ms - 480ms 5,7
(VI) 480ms - 640ms 5,7

Tabelle 3.5.1: Aufstellung von Cluster-Zeitfenstern, die aufgrund von Abb. 3.13 be-
stimmt wurden. Neben der Spalte der Nummerierungen folgt das jeweilige Zeit-
fenster, das fiir die Clusterdurchlaufe k die im vorigen Kapitel gesetzten Kriterien
erfiillt.

0.0015
0.001 |- (D)
0]
0.0005 | m b
90ms
265ms| 320ms
0 L | | | |
-200 0 200 400 600 800
Zeit [ms]

Abbildung 3.14: Die Giitefunktion G(t) fir K = 30. Zur Illustration sind die
Zeitfenster-Bezeichnungen aus Tabelle 3.5.1 und an den Rénder der Cluster-
Zeitfenster die zugehorigen Zeitpunkte angegeben.
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Interpretation

Jedes Clusterzentrum ist ein Punkt im Datenraum und stellt eine Potenzialver-
teilung auf der Kopfoberfliche dar. Fiir & = 5 werden in Abbildung 3.15 diese
zusammen mit den zugehorigen Clusterfenstern gezeigt. Die Latenzen der Cluster-
Zeitfenster (II), (IV) und ihre Potenzialverteilungen entsprechen den EKP-Kompo-
nenten Mismatch-Negativity (MMN) / N2b und P3b [57]. Diese Komponenten sind
typisch fiir auditorische Diskriminierungsaufgaben. Die MMN wird aufgrund von
UnregelméfBigkeiten in der pr8entierten auditorischer Stimulusabfolge (hier: Wech-
sel zwischen 600Hz und 660Hz) automatisch generiert, wogegen die nachfolgende
Komponente N2b noch von der Aufmerksamkeit des Probanden auf den Stimulus
abhéngig ist. Diese beiden Komponenten lassen sich nur schwer trennen, da sie mit
Latenzen von ~ 184ms und ~ 220ms nur wenig zeitlich verschoben sind. Bei einer
Sampling-Rate von 250Hz entspricht diese Verschiebung ~ 9 Datenpunkte. Diese
Trennung ist mit der Clustermethode ebenfalls méglich, doch muss dazu auf ein
kleineres Zeitintervall fokussiert werden. Die Komponente P3b bei ~ 400ms wird
nach dem aktuellen Kenntnisstand durch ein weit-verteiltes neuronales Netzwerk
generiert, dessen einzelne Zentren informationsspezifisch aktiviert werden [44, 58].
Informationstypen in diesem Zusammenhang sind beispielsweise Formen oder Posi-
tionen von présentierten Stimuli.

Eine Untersuchung der einzelnen Cluster-Zeitfenster auf eine weitere Unterstruktur
ist prinzipiell moglich. Bei diesem Datensatz ist jedoch die Anzahl der Datenpunkte
pro Cluster-Zeitfenster auf Grund der niedrige Sampling-Rate von 250Hz gering,
so dass eine hierarchische Anwendung der Methode wegen zu weniger Datenpunkte
kaum moglich ist. Hohere zeitliche Sampling-Raten erlauben eine Fokussierung auf
kleinere Zeitfenster, was in Kapitel 5 von Bedeutung sein wird.
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Abbildung 3.15: Oben: Die Clusterresultate fiir K = 5. Unten: Die Clusterzentren
sind als rdumliche Potenzialverteilungen in der zeitlichen Reihenfolge ihres Auftre-
tens dargestellt (oben), wobei zwei Cluster den EKP-Komponenten MMN/N2b und
P3 (unten) in gleichen Zeitbereichen dhnlich sind. Die Farbgebung kodiert gemés
den angegebenen Skalen die elektrischen Potenziale.
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3.5.2 EEG-Daten eines visuellen Experiments
Das Experiment

Bei diesem Experiment [31] sind den Probanden, mit gleicher Auftrittswahrschein-
lichkeit randomisiert, vier verschiedene Figuren auf einem Bildschirm préasentiert
worden. Die ersten beiden Figuren in Abbildung 3.16 sind illusionére Figuren und
werden als rechteckige bzw. dreieckige Kanizsa-Figur bezeichnet.

¢ [, 9 ¢ v
¢ 9 ¢ 9 ¢ 2 ¢

Abbildung 3.16: Kanisza-Figuren, die wihrend des Experiments gezeigt wurden. Die
erste Figur (links auflen) diente als Target.

Die Probanden hatten die Aufgabe, wiahrend der Sequenz von présentierten Figuren
die rechteckigen Kanizsa-Figuren (Target) zu zéhlen.

Das EEG wurde mit 61 Elektroden und einer zeitlichen Sampling-Rate von 500Hz
registriert. Nach Ausschluss von Datensegmenten mit Netzspannungsartefakten, Au-
genbewegungen und Elektrodenspannungsdrifts wurden die EEG-Daten einem Band-
passfilter mit Grenzfrequenzen von 0.05Hz und 100Hz unterzogen. Die Mittelung der
Daten iiber 100 Versuchsdurchldufe und 10 Probanden zur Gewinnung von EKP-
Daten erfolgte in einem Zeitbereich von 200ms vor dem Stimulus bis 900ms nach
dem Stimulus. Das Signal ist in Abbildung 3.17 zu sehen.

t=0ms t=40ms  t=80ms  t=120ms  t=160mS  {=p00ms  t=260ms  t=320ms  t=360ms  t=400ms
A Z P _: .-;3-’ —=r

Abbildung 3.17: Gemessenes Signal als zeitliche Sequenz von raumlichen Potenzial-
verteilungen dargestellt. Die Farbgebung kodiert geméfl der angegebenen Skala die
Messwerte.
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Abbildung 3.18: Clusterresultate des K-Means-Algorithmus fiir k£ = 2, .., 7.

Zeitfenster-No. Zeitfenster k
(1) 480ms - 600ms 3,4,5,6,7
(IT) 324ms - 474ms 5,6,7
(I11) ~ 190ms - ~ 324ms 5,6,7
(IV) 122ms - ~ 170ms 5,6,7
(V) 61ms - 109ms 6,7

Tabelle 3.5.2: Aufstellung von Cluster-Zeitfenstern, die aufgrund von Abb. 3.18
bestimmt wurden. Die Bedeutungen der Angaben sind dhnlich denen des letzten
Abschnitts.
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Clusterresultate

Fir k£ = 2,..,7 wurde der K-Means-Algorithmus auf das Zeitfenster von ¢t = 0 —
600ms angewandt. Diese Wahl des Datensegments hat keine technischen Griinde, sie
dient lediglich der iibersichtlicheren Darstellung der Ergebnisse. Das Konvergenzver-
halten des Algorithmusses ist dem Verhalten des vorherigen Datensatzes gleich. Die
Clusterresultate sind in Abbildung 3.18 fiir verschiedene k dargestellt. Es sind dabei
fiir verschiedene £ einige Cluster-Zeitfenster zu dhnlichen Zeitbereichen zu erkennen.
Tabelle 3.5.2 fasst sie zusammen. Berechnen wir die Giitefunktion G(¢) (Abb. 3.19),
so sind alle Zeitfenster (I)-(V) aus Tabelle 3.5.2 wieder zu finden. Die detektierten
Cluster konnen somit als giiltige Cluster betrachtet werden.

0.001 ~

G(t)

0.0005 |

V)

140ms 168ms
L

L
0 200 400 600
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Abbildung 3.19: Die Giitefunktion G(t) fir K = 30 Clusterdurchléufe. Die Grenzen
der detektierten Cluster-Zeitfenster sind mit den zugehorigen Zeitpunkten beschrif-
tet.

Interpretation

Abbildung 3.20 zeigt explizit fiir & = 6 noch einmal die Cluster-Zeitfenster und
zusétzlich die zugehorigen Clusterzentren als Potenzialverteilungen auf der Kopf-
oberfliche. Ein Vergleich mit den zu erwartenden EKP-Komponenten N1, P1, P2
und P3 (siche Kapitel 2.2) belegt eine groBe Ubereinstimmung.

Die Sampling-Rate ist bei diesem Datensatz doppelt so hoch wie beim vorigen,
weshalb es hier moglich ist, die Clusterzentren durch hierarchisches Clustering wei-
ter zu analysieren. Auf das Cluster-Zeitfenster der EKP-Komponente P3 wurde
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Abbildung 3.20: Oben: Die Clusterresultate fiir £ = 6. Unten: Die Clusterzentren
als rdumliche Potenzialverteilungen in der zeitlichen Reihenfolge ihres Auftretens
(oben) und die EKP-Komponenten P1, N1, P2 und P3 (unten). Die Farbgebung
kodiert geméfl der angegebenen Skala die Messwerte.
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der K-Means-Algorithmus angewandt und die Giitefunktion berechnet. Wie in Ab-
bildung 3.21 zu sehen ist, ergeben sich mindestens drei neue Cluster-Zeitfenster
mit zugehorigen raumlichen Potenzialverteilungen. Auch in anderen Untersuchun-
gen wurden Unterstrukturen der P3 gefunden [11, 19], doch objektive Kriterien fiir
ihre Bestimmung sind nach wie vor schwierig festzustellen. Die vorgestellte Methode
mag dazu einen wichtigen Beitrag leisten, da die funktionellen Bedeutungen dieser
Komponenten noch nicht eindeutig geklart sind.

0.0038

0.0033 r

G(t)

0.0028 -

0.0023 -

0.0018 : ‘ : ‘ : ‘ :
300 350 400 450 500
Zeit [ms]

333ms-347ms  363ms-387ms  411ms-453ms

Abbildung 3.21: Die Unterstruktur der Komponente P3. Oben: Die Giitefunktion
G(t) zeigt drei Cluster-Zeitfenster [333;347]ms, [363;387]ms und [411;453]ms. Un-

ten: Die rdumlichen Potenzialverteilungen der Clusterzentren.
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3.5.3 MEG-Daten eines visuellen Experiments
Das Experiment

Die Aufgabenstellung des nun préasentierten Experiments ist der Aufgabenstellung
des Experiments des letzten Abschnitts dhnlich, nur dass der Proband fiir das Target
auf einen rechten Taster und fiir die anderen Figuren auf einen linken Taster driicken
musste [32].

Es wurde das MEG mit 148 SQUID-Sensoren und einer zeitlichen Sampling-Rate
von 678Hz gemessen. Nach der Extraktion von Artefakten in den Daten wurden diese
einem Bandpassfilter (Grenzfrequenzen 0.1Hz und 200Hz) unterzogen. Die Mittelung
der Daten erfolgte analog zum EEG-Experiment.

Abbildung 3.22 zeigt eine Sequenz der gemessenen radialen Magnetfeldverteilungen
auf der Kopfoberfliche. Die Messwerte liegen dabei zwischen —180fT und 180fT.

t:50ms t=100ms t=1_50ms t:Z_QOms t:25_0ms t:30_Qms t:35_0ms t:4_(_)0ms
f ! u: [ | | J,‘

T Taa

-1a0.0 T +130.0

Abbildung 3.22: Das gemessene Signal als zeitliche Sequenz von rdumlichen Vertei-
lungen der Radialkomponente der magnetischen Induktion.

Clusterresultate

Die Anwendung des K-Means-Algorithmusses auf die EKF-Daten erfolgt in volliger
Analogie zu den EKP-Daten. Die Giitefunktion G(t) ist in (Abb. 3.23) dargestellt
und gibt die Réander der detektierten Cluster-Zeitfenster an.

Interpretation der MEG-Daten

Fiir £ = 6 werden in Abbildung 3.24 die Cluster-Zeitfenster und die Clusterzen-
tren als rdumliche Magnetfeldverteilungen gezeigt. Wir erkennen deutliche Wech-
sel zwischen den Clustern. Ein Vergleich der Latenzen der Cluster-Zeitfenster und
rdumlichen Verteilungen der Clusterzentren mit EKF-Komponenten erlauben eine
Zuordnung von vier Clustern zu den funktionellen Komponenten P1m, N1m, P2m

und P3m.
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Abbildung 3.23: Die Giitefunktion G(t) fiir K = 30.
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Abbildung 3.24: Oben: Die Clusterresultate fiir £ = 6. Unten: Clusterzentren als
raumliche Feldverteilungen in der zeitlichen Reihenfolge ihres Auftretens (oben) und
die EKF-Komponenten P1m, N1m, P2m und P3m (unten). Die Farbgebung der
rdumlichen Verteilungen ist geméfl der angegebenen Skala die Messwerte kodiert.
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3.6 Diskussion

Wir haben in diesem Kapitel eine Methode vorgestellt, die ein nicht-stationéres
raumzeitliches Signal in eine zeitliche Sequenz von Datensegmenten zerlegt. Die
Trajektorien in den Zeitfenstern kénnen geméfl der angesetzten Hypothese jeweils
durch ein Differentialgleichungssystem in der Néhe eines Fixpunkts beschrieben wer-
den.

Wir haben gezeigt, dass auch die Clusterung von raumzeitlichen Signalen zu in-
terpretierbaren Ergebnissen fithren kann. Eine neue Auftragung der Clusterresulta-
te wurde eingefiihrt, ein Kriterium fiir giiltige Cluster und eine damit verbundene
Giitefunktion abgeleitet. Die Untersuchung von simulierten und realen Daten fiihrte
zu Hinweisen, dass die vorgestellte Methode und somit die verwendete Hypothese
giiltig ist: Die Zeitfenster der drei Sattelpunkte einer simulierten Kiippers-Lortz-
Instabilitdt und die in der EKP-Forschung bekannten Komponenten von drei unter-
schiedlichen EKP- bzw. EKF-Datensétzen konnten detektiert werden. Des Weiteren
konnte die Aquivalenz von funktionellen EKP /EKF-Komponenten und den detek-
tierten Cluster-Zeitfenstern festgestellt werden.

Ein Vergleich mit bereits entwickelten Methoden zeigt die Vorteile der prasentierten
Methode. In einigen Ansétzen zur Detektion von raumzeitlichen Zustanden [2, 6]
wurden a priori GroBen von Zeitfenstern festgelegt. Dies umgeht die Clustermetho-
de automatisch durch die Auftragung des euklidischen Abstandes zwischen Signal
und Clusterzentren und der folgenden Definition der Clustergrenzen. Eine weite-
re Methode stellt die Methode der Microstates [5, 21, 55] dar. Diese segmentiert
ebenfalls ereigniskorellierte Potenziale und Felder, wobei sie sich weitgehend an den
rdumlichen Verteilungen der Potenziale und Felder orientiert. Microstates werden
hierbei die segmentierten Zeitfenster genannt und liegen diskret ohne Ubergang in
der Zeit nebeneinander. Dies kann jedoch nicht der Natur von Zusténden in dynami-
schen Systemen wie dem Gehirn entsprechen, da es stets Ubergangsphasen zwischen
Zustéinden geben muss. Der in dieser Arbeit vorgestellte Ansatz von Ubergingen
zwischen dynamischen Zustédnden, die durch Fixpunkte beschrieben werden kénnen,
macht diese Ubergiinge sogar notwendig. Die Wechsel der Signale zwischen Clustern
ist wieder in den Auftragungen des euklidischen Abstandes iiber der Zeit deutlich.
Die vorgestellte Methode erweitert somit die Idee der Microstates um die Dynamik
der Transienten.

Der Nachweis, dass die Trajektoriensegmente der detektierten Cluster tatséchlich
durch ein Differentialgleichungssystem in der Néhe eines Fixpunktes beschrieben
werden konnen, erfolgt in Kapitel 5.



Kapitel 4

Raumzeitliche Modellanpassung

Methoden zur Untersuchung der Dynamik raumzeitlicher Signale [27, 37, 38, 40, 73,
75] genieflen in verschiedenen Wissenschaftsgebieten wie der Gehirnforschung [20]-
23], [35, 36, 39, 41, 43, 76, 78, 79] oder Metereologie [30, 52] zunehmendes Interesse.
Die Anpassung raumzeitlicher Modelle an Signale erlaubt indirekt Aussagen iiber
die Dynamik des untersuchten Systems.

Neben der Anpassung eines rdaumlichen Modells durch eine Principal Component
Analysis (PCA), auf die wir in den folgenden Abschnitten gesondert eingehen wollen,
zeigen die Anwendungen von Methoden zur Anpassung von dynamischen Modellen
[1, 47],[52]-[54] und ihre Kombination mit PCA [20, 38, 68],[74]-[76] gute Resultate.
Wir wollen den letzten Ansatz ndher diskutieren. Er besteht in der Zerlegung eines
raumzeitlichen Signals in rdumliche statische Moden und zeitverédnderliche Amplitu-
den. Die gleichzeitige Bestimmung von rdumlichen Moden, die optimal an das Signal
angepasst sind, und Anpassung eines dynamischen Systems an die Dynamik der Mo-
denamplituden des Signals gelingt im Rahmen einer niederdimensionalen Beschrei-
bung durch die nummerische Minimierung einer Kostenfunktion [30, 74]. Neben der
offenen Frage der Gewichtung zwischen der Anpassung von rdumlichen Moden und
Amplituden ist die Numerik fiir die Bestimmung héherdimensionaler Modelle sehr
rechen- und zeitintensiv [77]. Eine analytische Formulierung des Modells hingegen
erlaubt eine schnelle Numerik und macht eine Ableitung eines Kriteriums fiir die
Gewichtung zwischen Anpassung raumlicher und zeitlicher Modellanteile moglich.
Diese analytische Formulierung soll in diesem Kapitel abgeleitet und diskutiert wer-
den. Anhand von Anwendungen der Ergebnisse auf nieder- und hochdimensiona-
le simulierte Signale lassen sich Kriterien fiir die gefundenen Modelle bestimmen
und diskutieren. Es stellt sich weiterhin heraus, dass das vorgestellte Verfahren den
Rausch-Unterraum eines Signals optimal abtrennen kann. Dies wird noch ausfiihrli-

47
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cher am Ende des Kapitels diskutiert.

Des Weiteren ist eine Fehlschéitzung bei der Bestimmung eines optimalen Modells
aus einem Datensatz moglich. Die Abschéitzung dieses Fehlers eines Modells ist eine
zentrale Frage in der Datenanalyse. Kriterien fiir die Anzahl von Modellparametern
des raumzeitlichen Modells miissen in den folgenden Abschnitten fiir unsere Metho-
de teils neu definiert werden, bestehende Kriterien werden angewandt und auf ihre
Aussagen hin untersucht.

4.1 Principal Component Analysis (PCA)

Ein N-dimensionales raumzeitliche Signal q(¢) kann in einen rdumlichen und zeitli-
chen Anteil mit

N

i=1
zerlegt werden. Die rdumlichen Moden v; stellen eine statische Signalverteilung dar
und die Amplituden x;(t) bestimmen deren zeitliche Dynamik.
Mit der Wahl einer Orthonormalbasis
Viijaij y VZ,]:L,N

gilt dann zusétzlich

zi(t) =q(t)v; , Vi,j=1,..,N. (4.2)
Zur vollstdndigen Beschreibung des Signals q(t) sind somit N rdumliche Moden

notwendig. Nun wollen wir untersuchen, welchen Fehler man macht, wenn man nur
M < N Moden beriicksichtigt, also

q(t) = q(t) = Z(q(t)vi)vi (4.3)

unter Beriicksichtigung von Gleichung (4.2). Diese Problematik ist zentral fiir die
Bestimmung niederdimensionaler Modelle und somit fiir diese Arbeit.
Der zeitlich gemittelte Fehler, den man bei der Vernachlassigung von N — M Moden
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macht, kann mit

(la(t) — a()])
b= T
= (v at)vy)) viv;
B L];;H (@2 (t))
O (@t)vaat)v))
- i:%:ﬂ (@®(1))
= i\f: v,Cv;

angegeben werden. Hierbei ist das zeitliche Mittel durch (...) bezeichnet und es gilt

 lag)
G = (o))

Wir suchen nun die Orthonormalbasis, die den mittleren Fehler £ minimiert. Um
optimale und nicht-triviale Losungen fiir die Moden v zu erhalten, fithren wir die
Normierung der Moden als Nebenbedingung mit Hilfe von Lagrangeparametern \;
ein:

N N
V{vi}) = D vCivi— > M(viI-1).
i=M+1 i=M+1

Optimale Losungen ergeben sich mit

ov

— =0
aVk

= 2Cv, —2\vy , VE=M+1,--- N
Daraus folgt direkt
Cvy = AV (4.4)
und mittels der Orthonormalitdt der Moden und Gleichung (4.2)

viCv; = (xr(t)z(t))
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Die Gleichungen (4.4) und (4.5) bestimmen die rdumlichen Moden als Eigenvektoren
der Kovarianzmatrix C mit Eigenwerten A und im Zeitmittel orthogonalen Ampli-
tuden z(t). Die Bestimmung von raumlichen Moden mittels dieser Relationen ist
als Principal Component Analysis [45, 66] oder auch Karhunen-Loéve-Entwicklung
[46, 56] bekannt.

Wegen (z2(t)) = A\ bestimmen die Eigenwerte den Beitrag der Moden zur Beschrei-
bung des Signals. Fiir den Fehler E erhélt man mit Gleichung (4.5)

Hier erkennt man, dass PCA-Komponenten v; mit groflen Eigenwerten J\; einen
groflen Teil des Signals représentieren und den Fehler verkleinern, wohingegen PCA-
Moden mit kleinen Eigenwerten einen kleinen Anteil am Signal haben und somit
oft vernachléssigt werden konnen. Aus diesem Grund werden die Eigenwerte nach
fallendem Wert sortiert und nummeriert:

)\1 > )\2 > )\3 > -

Es ist also moglich, N-dimensionale Signale auf M Projektionen auf PCA-Moden
mit groffen Eigenwerten zu reduzieren. Dieser Aspekt findet breite Anwendung in der
Signalverarbeitung [13, 22, 23, 34] und wird ebenfalls in dieser Arbeit im Rahmen
der raumzeitlichen Modellanpassung in den Kapiteln 4.5 und 5 in einem Vorverar-
beitungsschritt verwendet.

Allerdings weist die PCA ebenfalls Nachteile auf. Neben der Abhéngigkeit der Moden
vom gewihlten Zeitfenster [41] konnen orthogonale rdumliche Moden im Allgemei-
nen nicht immer zu einer optimalen Anpassung an ein Signal fithren, wie auch die
Orthogonalidt der Amplituden meist eine zu starke Forderung darstellt. Des Weite-
ren haben PCA-Moden mit groflen Eigenwerten zwar einen wichtigen Beitrag zum
Signal, doch kann dieser einen hohen Rauschbeitrag enthalten. Thre funktionelle In-
terpretation, die ja in der Anwendung oft beabsichtigt ist, muss somit meist mit
Vorsicht gesehen werden (Kapitel 4.5) und ist nur bei einem guten Signal-Rausch-
Verhiltnis sinnvoll.

4.2 Biorthonormalbasis und Modellanpassung

Im vorigen Abschnitt konnte die Optimierungsfunktion fiir orthonormale rdumliche
Moden direkt abgeleitet werden. Diese Anpassung ist jedoch nicht optimal fiir alle
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Signale, da im Allgemeinen die Orthogonalitéit von rdumlichen Moden und zeitlichen
Amplituden nicht gewéhrleistet ist. Aus diesem Grund wird die starke Nebenbedin-
gung der Orthogonaliit der Moden durch die Einfithrung eines Biorthonormalsy-
stems {v!,v;} aufgehoben. Es gilt

v — &
V,V; = 0;j,

wobei die Relationen v;v; und v/ V; zunéchst beliebig bleiben. Aus Gleichung (4.1)
folgt nun fiir die Amplituden z;(t) = q(¢)v!.
Wir betrachten nun wieder den Fall einer Dimensionsreduktion. Ein N-dimensionales

Signal q(t) kann durch M < N Moden mittels

Q= (v, (16

nur unvollstédndig beschrieben werden. Der Fehler (||q(t) — q(¢)||) dieser Reduktion
soll abgeschéitzt werden.

Im vorigen Kapitel wurde Gleichung (4.4) mit Hilfe der implizit verwendeten Annah-
me einer Orthonormalitdt der rdumlichen Moden abgeleitet. Die in einem zweiten
Schritt eingefithrten Lagrangeparameter fithren anschlieBend zu den Eigenwerten
des Eigenwertproblems. Ein analoges Vorgehen fiihrt also zu

E = <<Z (qVI)Vi> >:min! (4.7)

vV o= ivj <(qvj)2>— iv: A(v2 — 1),

i=M+1 i=M+1
Fiir einen minimalen Fehler beziiglich der Wahl der rdumlichen Moden erhélt man

ov.

Z - _9

aVk 0 )\ka
a_vT = 0 =2Cvl.
ov,,

(4.8)

Es existieren triviale Losungen fiir die Basis {V;L} des Biorthonormalsystems, die
andere Basis {v,} bleibt unbestimmt. Diese Formulierung fiihrt also nicht zu nicht-
trivialen Losungen.
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Ein neuer Ansatz fiir den Fehler bei einer Dimensionsreduktion

E = <<q - Z (qvl)v,-) > = minl!. (4.9)

=1

soll im Folgenden die Grundlage fiir die Ableitung nicht-orthogonaler Moden sein.
Bevor jedoch diese Ableitung betrachtet wirden, sind noch einige Voriiberlegungen
zu treffen, die im néchsten Abschnitt aufgefiihrt sind.

4.2.1 Einfiihrung von Lagrangeparametern

Wir wollen in dieser Arbeit eine Formulierung fiir das Minimierungsproblem des
Fehlers E durch Dimensionsreduktion finden, die es erlaubt, Nebenbedingungen
gleich zu Beginn explizit in das Problem mit einzubeziehen. Dies gelingt durch die
Einfithrung von Lagrangeparametern fiir die jeweiligen Nebenbedingungen gleich zu
Beginn der Formulierung des Problems. Dies tragt den Vorteil, dass eine Kostenfunk-
tion alle Details des Minimierungsproblems beinhaltet und somit eine vollstédndige
Beschreibung des Problems darstellt.

Ein weiterer Aspekt der Formulierung mit Lagrangeparametern soll noch verdeut-
licht werden. Wir betrachten ein Optimierungsproblems gradyV (x) = 0 mit Neben-
bedingungen g;(x) = 0, das mittels einer Lagrangefunktion

V(x,A) =Vo(x) = Y Nigi(x) . VxeRY, V,Vy,g:,\ €R. (4.10)

formuliert ist. Die Losungen des Problems ergeben sich aus

gradyV(x,\;) = 0 = gradyVp(x) — Z Aigradygi(x)
grad,V(x,\;) = 0 =g(x).

Da allgemein A; € R gilt, kann sich nun aus diesen Losungsgleichungen auch \; = 0
ergeben. Da dieser Fall in den ndchsten Abschnitten auftritt, soll er hier kurz dis-
kutiert werden. Die Menge der Losungen xq, aus

grad,Vo(x) = 0
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ist nun wieder eine Teilmenge eines Optimierungsproblems gradyV (x) = 0 ohne
Nebenbedingungen. Modizieren wir nun die Lagrangefunktion L(x,\) durch einen
zusétzlichen Term S(x)

V(x,A) =Vo(x) = Y Nigi(x) + S(x) , VSEeR (4.11)

so, dass nun x( keine Losungen des neuen Optimierungsproblems mehr sind, so
muss ebenso \; # 0 sein. Die Lagrangeparameter kennzeichnen somit den Einfluss
einer Modifikation des Optimierungsproblems. Konkret versuchen wir in dieser Ar-
beit, die rdumlichen Moden der PCA aus der Minimierung des Fehlers E bei Di-
mensionsreduktion direkt abzuleiten, um diese dann durch eine Modifikation des
Optimierungsproblems zu storen und auf diese Weise neue Losungen zu erhalten.

4.2.2 Einfiihrung eines dynamischen Modells

Ein mogliche Erweiterung S(x) zu einer optimalen Anpassung von raumlichen Mo-
den kann in einer zusétzlichen optimalen Anpassung eines dynamischen Modells
bestehen. Diese Erweiterung muss dann ebenso als Kostenfunktion formuliert wer-
den. Geméafl Kapitel 2.3 gelingt dies mittels einer maximum-likelihood-Schétzung

L(ay) =Indet ((y — f(am,y)) @ (¥ — f(am,y))) = min! , Vy,fecRY
(4.12)

bei Variation nach den Modellparametern a,,.
Mit einem ersten Ansatz, dass verschiedene Komponenten der Residuen (y — f) im
Zeitmittel unabhéngig sind, also

(e = fe)— f)y =0 , VEk#I
gilt, erhdlt man aus Gleichung (4.12)

M

)~ )
D D 1B = mink (4.13)

Die zusétzliche Normierung ist notwendig, um Differenzen zwischen Zeitableitungen
y;(t) im Zeitmittel zu kompensieren. Dies ist sinnvoll, da die Giite einer Anpassung
eines dynamischen Modells nicht vom Zeitmittel der Zeitableitungen abhédngen soll-
te.
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Wir streben in dieser Arbeit eine Préparation einer eindeutigen Losung des Mi-
nimierungsproblems des Fehlers £ bei Dimensionsreduktion an, die sich dann durch
die zusétzliche Anpassung eines dynamischen Modells verschiebt. Diese Losung soll
den rdumlichen Moden der PCA entprechen.

4.2.3 Bestimmung der Kostenfunktion

Aufgrund dieser Voriiberlegungen kann nun eine erste Kostenfunktion mit

V= < (q - Z(QVZ)Vz) > + ) mi(vivi = 6) (4.14)

i=1 ij=1

angegeben werden. Der erste Term ist aus Gleichung (4.9) iibernommen und ist
gleich dem Fehler, der bei optimaler Anpassung von M < N raumlichen nicht-
orthogonalen Moden an ein N-dimensionales Signal q gemacht wird. Dieser Term
steht fiir eine optimale Signalanpassung und sollte somit fiir den speziellen Fall einer
PCA-Modenzerlegung minimal sein. Der folgende Term beriicksichtigt die schon
in der Kostenfunktion implizit enthaltene Bedingung eines Biorthonormalsystems
mittels Lagrangeparametern 7;;. Ein Stérungsterm ist hier noch nicht betrachtet, da
wir zuerst den ungestorten Fall untersuchen wollen.

Die Kostenfunktion V' nimmt ihr lokales Minimum an, wenn

oV M M

— = —2Cv,p+2 CVIT V; Vi) + TeiV; = 0
] 2 Onlvv )

oV M M

T~ _ocvi42 fov)v, wv) =0
v v, + ;(Vz V)V +;7'sz
oV ;

— = — 0, =0

01 \4AY Kl

Vk =1,.., M gilt. Nach einigen Umformungen ergibt sich 7; = 0 und
M
—Cvi+»_ Cvli(vivi) = 0 (4.15)
i=1

M
—CVL—FZ(V;[CVL)Vi = 0. (4.16)

=1
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Verschwindende Lagrangeparameter weisen darauf hin, dass die Biorthonormalbe-
dingung auch ohne explizite Beriicksichtigung durch Lagrangeparameter giiltig ist.
Dies muss folgern, da ja ein Biorthonormalsystem Bedingung fiir Gleichung (4.9) ist.
Bis zu diesem Punkt ist somit die Einfiihrung von Lagrangeparametern nicht nétig,
da sie keine Information {iber die Anpassung beinhalten. Aus dem Gleichungssytem
(4.15),(4.16) lassen sich keine Bestimmungsgleichungen fiir die Moden v, v direkt
ableiten. Die 2N (N + 1) GréBen Fy, = vICv! aus Gleichung (4.16) bestimmen die
entarteten Losungen.

Um nun zu einem Ansatz fiir die Kostenfunktion zu kommen, die die rdumlichen
Moden festlegt, formen wir Gleichung (4.9) um zu

<<q - Z(qVI)w> > = <q2 -2 (av)(av,) + Z(qV3)(qV})ViVj> :

i=1 i,5=1

was mit einer Orthonormalidt der rdumlichen Moden zu

<q2 ~2 Z(qVD(qu) - Z(qVD(qVI)>

:Z%— 3

i=1 %

(2(av))av,) + (avi)(av)

sy

<
I
—_

= f: (% - <q2>> + i <(q - (qVDVi)2> (4.17)

fithrt. Beachten wir nun, dass die erste Summe in Gleichung (4.17) konstant ist und
bei Variation des Ausdrucks verschwindet, kann eine neue gleichwertige Optimie-
rungsfunktion [38] formuliert werden:

M —( VI)Vz' i N N
> <<q <22> > > + Z Tij(V;‘[Vj - 5@']’) + Zai(v? — 1), (4.18)

,j=1

V:

)

Es wurden noch zusitzlich die Normierung (q?), die Abhiingigkeiten der Anpas-
sungsgiite von der mittleren Signalamplitude vermeidet, und die Normierung der
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Vektoren v; = 1 durch die Lagrangeparameter «; eingefiihrt.
Im Extremalfall verschwindet die Variation von Gleichung (4.18) und wir erhalten

ov
Yo
vl
N
= —2Cvj, +2(v)’Cv] + ) 7, (4.19)
j=1
ov
Y
8vk
N
= —2(3V;rf + 2(V£CVL)V,€ + Z Tikvj + 20, vy, (4.20)
i=1
ov
EAS—— oV
aTkl — =0
+ 8ak
— V,-Vj_(sz‘j _ Vi—l
mit C = <(<‘§3;(>‘>. Multipliziert man die erste Gleichung mit vi und die zweite mit

Vo, S0 verschwinden fiir £ = m die Lagrangeparameter o = 0 . Die resultierenden
Gleichungen mit k& # m

—2ovi Cvp +2vi Cvl + 7 = 0 (4.21)
—2vaVL + 2(V;LCVJ;L)(Vka) + Tk =

fithren nach einer Subtraktion beider Gleichungen mit vorherigem Indextausch in
der zweiten Gleichung zu

vi vl = (v Cvl) (vinvi).

Da hier die linke Seite symmetrisch beziiglich einer Vertauschung von k& und m ist,
folgt

(VInCVIn — V;LCVL) ViV =0, (4.22)

was zU V,, Vi = O, und folglich wegen der Biorthonormalitit beider Basen zu
V;[nv;g = Oy flihrt. Beriicksichtigt man diese Relationen in Gleichung (4.21), so
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erhélt man 7y, = 0. Aus Gleichung (4.19) und (4.20) lassen sich schliefllich noch die
Bestimmungsgleichungen fiir die PCA-Moden
Cvy, = (V;LCVD Vi
A
k

extrahieren. Da die Matrix C normiert ist, folgt direkt

(V;[CVL) = (VZCVk) = )\kélk
M
E = M=) A
i=k

Der Fehler einer Dimensionsreduktion £ = (||q — q||?) ist dann minimal, wenn die
Moden mit den grofiten Eigenwerten eine neue M-dimensionale Basis bilden.

Aus dem Minimierungsproblem (4.18) ergeben sich also direkt die réumlichen Moden
der PCA und die Vorbedingung fiir eine Storung der Signalanpassung ist somit
erfiillt.

4.2.4 Erweiterung auf Modellanpassung

Nun soll zusétzlich ein deterministisches Modell fiir die Dynamik der zeitabhéngigen
Projektionen z;(t) optimal angepasst werden [37, 38]. Wir modifizieren die Optimie-
rungsfunktion aus Gleichung (4.18) zu

M <<q—(qu)Wi>2> M M
Vo= @ D mg(whwg = 6) + D oa(w? — 1)

i=1 i,j=1 =1

] +
CVd\Wiyy Wy j .
+ e Vylay,w),w;) VeeR (4.23)

mit einem Biorthogonalsystem {W;[},{Wi} und WI,WZ- € RN, i,j =1,..,M . Die
Storung V; wird zunéchst allgemein angesetzt und ist fiir die Anpassung eines zeit-
lichen Modells mit Parametern a,, verantwortlich. Ihre explizite Formulierung muss
erst im Falle einer Anwendung eingesetzt werden. Der Kleinheitsparameter e ge-
wichtet die Kostenfunktion der Dynamikanpassung gegeniiber der Kostenfunktion
fiir die rdumlichen Moden.

Die zusétzliche Anpassung des Modells kann als Storung eines PCA-Zustandes auf-
gefasst werden, der dadurch modifiziert wird. Der Faktor ¢ bestimmt hierbei den
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Einfluss der Storung. Wir erhalten also bei festen Modellparametern

al av,
0 = —2Cw;, +20w] + > 7w, + ea—w‘z
=1
! N (4.24)
oVy
0 = —QCWL + Q(W;LCWL)Wk + Z TikW;r + 20, Wy, + ea—Wk
i=1
mit £k =1,.., M und den Nebenbedingungen
wiw, = 0y YV ke[l ., M] (4.25)
wi = 1V kell,., M. (4.26)

4.3 Ein storungstheoretischer Ansatz

Fiir ¢ = 0 besteht die direkte Losung in der PCA-Basis {v;} und die Lagrange-
Multiplikatoren verschwinden. Bei kleiner Storung € < 1 kann die Losung mit

levk+ep§€1)+... , Tkl:0+€7—éll)_|_...
wk:vk—i—erg)_{_... , ak:O‘FGOé;(:)-F“'
aV, oV, oV, aV, oV, aV,
—i:—i|0+€—i|1+ , —d:—d|0+€—d|1+...
ow, 0w, ow,, owy,  Owy, Owy,

angesetzt werden. pg) und r,gl) stellen die Korrekturen erster Storungsordnung der

rdumlichen Moden dar. Da das Ziel der beschriebenen Analyse auch darin be-
steht, die deterministischen Anteile von Projektionen verschiedener PCA-Moden zu
beriicksichtigen, um dadurch bisher entwickelte Methoden zu erweitern, setzen wir
die Korrekturterme als eine Superposition der ungestorten PCA-Moden an, analog
zur Storungstheorie der Quantenmechanik [16].

4.3.1 Storungstheorie ohne Entartung

In diesem Kapitel wird nur auf die Behandlung der Storungsrechnung erster Or-
dung ohne Entartung eingegangen. Im Anhang A ist die Storungsrechnung ohne
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Entartung in n-ter Ordnung skizziert, die Diskussion des Entartungsfalles folgt im
nachsten Kapitel. Mit

N

wi = vi+te Z c,(cll)vl (4.27)
=1
N

W, = Vi+e Z d,gll)vl (4.28)
I=1

extrahieren wir aus den Nebenbedingungen in den Gleichung (4.25) bzw. (4.26)
D +d) =0 baw. dY) =o0. (4.29)

Der Entwicklungskoeffizient c,(j) gibt den Beitrag der Storung der Mode k durch die
Mode [ an. Er ist somit auch ein Maf fiir den gegenseitigen Einfluss der determi-
nistischen Beitridge der Projektionen, weshalb die Stérung der Mode k also keinen
Eigenbeitrag erhélt.

Aufgrund der erwiinschten niederdimensionalen Beschreibung des raumzeitlichen
Verhaltens ist es notwendig, drei nicht-quadratische Hilfsmatrizen %](\})X N ?](\})X  und
duxn einzufithren. Es gilt dabei

) g 7',51) Vkmell, ., M|

km —

km m
FD_z0 — 0 VEke[l,.,M,me[M+1,.,N|

gk;m = Opm Vkme [1,,M]
Spm = 0  Vke[l,.,M,me[M+1,.,N]
und dg,, bezeichnet das Kronecker-Symbol.

Die Gleichungen (4.24) werden nun mit v,,,m € [1,.., N] multipliziert und wir
erhalten unter Beriicksichtigung der Nebenbedingungen aus Gleichung (4.29)

, av,

T = —2AnCi — Amcin) — a—w‘jlovm (4.30)
k

_ oV, _

= 2l 4 Nl — a—vébvm — 208 (4.31)

Nun miissen zwei Fallen unterschieden werden:
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o k,me|[l,.., M]:

Nach einer Indexvertauschung in Gleichung (4.31) und deren Subtraktion von
Gleichung (4.30) ergeben sich die Bestimmungsgleichungen fiir die Entwick-
lungskoeffizienten und die Lagrange-Multiplikatoren aus

aV, 15)%
4)\mckm —+ 2()\ —+ )\k) mL + — a d |0 Vm — aWi |0Vk — 205k5km = 0
E=m : « Vi lov Vs —|ov
— . k — awll; OVk — awk OVEk
k S L L M)A — MA 4.32
#m ckm—m §<m+ K)Dkm — Mlpe | (4.32)
dio, =~ (4.33)
. av, aV,
mit Ay, = 3le loVin 3 ;nloVk

Hieraus lassen sich dann noch die Lagrangeparameter 7 zu

An Va
o _ 9V |
Tep, = 8W;L oV

bestimmen. Da fiir V; # 0 die Lagrangeparameter nicht verschwinden, sind
die neuen Moden {w}}, {wy} nicht mehr Teil des Entartungsraumes. Die Pa-
rameter oy und 7, hdngen nur von der Stérung ab.

Die Gleichungen (4.32) und (4.33) sind die Entwicklungskoeffizienten der Stor-
ungsreihen und bestimmen die neuen raumlichen Moden W;[ ,w;. Es folgt all-
gemein

Am — Ap - W g LW YV k # m.

Cems Cpm> Tem

Dieser Grenzfall kann fiir grofie £ und m auftreten und wird als Entartungsfall
bezeichnet. Er tritt folglich fiir kleine PCA-Eigenwerte A, auf, deren zugehori-
ge Amplituden qw}i nur kleine Beitrage zum Signal haben.

Die Divergenz der Entwicklungskoeffizienten ist eine typische Erscheinung ei-
ner Storungsreihe ohne Entartung und wird mit Hilfe einer Storungstheorie
mit Entartung im néchsten Abschnitt diskutiert.
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e kell,.,M],me[M+1,..,N]
In diesem Fall verschwinden die Lagrange-Multiplikatoren, was zu dem inho-
mogenen Gleichungssystem

aV,
0 = —2(\nchr = Andjh) = —loVim
ow,,
aV,
1 d
und dessen Losungen
o 1 oVy Vg
o = 0w ) (awk oVt e
1 aV, A\ OV,
d(l) - - a m ok a m
o 2(A — Am) (aWk lovin + Am ) Ow) lov

fithrt. Wir erkennen, dass im Entartungsfall \; =~ \,, die Entwicklungskoeffi-
zienten divergieren.

Endliche Storungskorrekturen sind also nur ohne Entartung mit kleinen &£ moglich
und erlauben somit nur niederdimensionale dynamische Modelle und Signalprojek-
tionen.

4.3.2 Storungstheorie mit Entartung

Da die Summe iiber alle PCA-Eigenwerte konstant ist, konnen vor allem bei hoch-
dimensionaler PCA sehr kleine Eigenwerte \;, fiir groe k auftreten, die sich in ihrer
GroBe kaum mehr unterscheiden (Ap &~ A\gi1). Im letzten Abschnitt wurde gezeigt,
dass in diesen Fillen die ungestorten Entwicklungskoeffizienten divergieren.

Ein moglicher Weg fiir die Modenbestimmung bei Entartung besteht in einem Zu-
gang analog zur quantenmechanischen Stérungstheorie mit Entartung [16]. Abbildung
4.1 zeigt eine typische PCA-Eigenwertskala mit konvergierenden Eigenwerten bei
hohen Modenzahlen. Mit P, ) € N legen wir die ersten P — 1 PCA-Moden als
nicht-entartet und die restlichen Q = N — P 4+ 1 PCA-Moden als entartet fest. Des
Weiteren definieren wir einen entarteten Unterraum U € RY, der von @ entarteten
Vektoren v aufgespannt wird. Dabei gilt

Cv) = vy , Yk=P ., N
Uu = {Vgl)\k—)\k+1<7} s V’}/GN, v < 1.
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Eigenwerte A
11—
A1
A2
A3
A4
0 =——— )\ n} A 0

Abbildung 4.1: Skizze einer PCA-Eigenwertskala

Mit Ay = éZ;V: pAj gilt dann nédherungsweise
Cv, = )\OVk , A )‘k—i-l <7 (434)

fiir ein hinreichend klein zu wéhlendes . Durch die Wahl von + wird bei festem
PCA-Eigenwertspektrum somit der Entartungsgrad @) festgelegt.

Analog zur Storungstheorie mit Entartung der Quantenmechanik wird der Entar-
tungsfall durch ein einziges Paar von biorthogonalen Moden w, w! € RY beschrie-
ben. Mittels der Optimierungsfunktion

P ((a— (qw P
V = Z< 7 >+ZT,]ww] ZJ)+ZCV¢(W@'2—1)
i=1 i,j=1 1=1
+ e- Vd(am,wj,wj), (4.35)

lasst sich das biorthogonale Basispaar bestimmen, wobei wp = w, WL =w' 1pp =

7, ap = « gilt und die Modenpaare WI ,W;,i = 1,.., P—1 mittels der Kostenfunktion
des letzten Kapitels zu bestimmen sind.
Die Entartungsmoden werden nun iiber

N

wl = atey= Z ayv; + €y (4.36)
I=P

w = b+tez= Z bv, + ez, (4.37)

I=P
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mit a,b € U angesetzt, die Terme y,z € RY bezeichnen die Korrekturterme auf
Grund der Storung.

Aus den weiterhin giiltigen Nebenbedingungen wiw = 1 und w? = 1 ergeben sich
die Bedingungen

ab=1 | IIbl| =1
az+by=0 , bz=0 (4.38)

und im ungestorten Fall unter Berticksichtigung von Gleichung (4.34)
Ca=Xa , Cb= )\b.

Bei verschwindender Variation von Gleichung (4.35) und unter Beriicksichtigung der
Nebenbedingungen folgt im Fall ohne Stérung

Ca=(aCa)b , Cb=Ca,

wobei die Lagrange-Multiplikatoren, wie in den vorigen Abschnitten, wieder zu Null
gesetzt wurden. Ein wichtiges Resultat ist a = b, die Biorthogonalmoden fallen also
wieder zusammen wie im Falle ohne Entarung. Die Korrekturen y,z stehen nach
Gleichung (4.38) orthogonal auf dem entarteten Unterraum U, neue Moden w, w'
sind somit nicht mehr notwendigerweise auf U begrenzt. Die Gleichungen erster
Storungsordnung folgen dann zu

OVa

2M\0yV,, — 2XzZV,, = 6—|0vm +7rWav,, + 2aWav,, (4.39)
W
aV,
—2\yV,, + 2 \ozv,, = a—dT|0Vm +7WVav,, V m=1,..,N.
W

(4.40)

Die Analogie zur Stérungstheorie mit Entartung der Quantenmechanik ist erkenn-
bar. Fiir den Entartungsfall m € [P; N] gelangen wir mit Gleichung (4.38) zu

0= %|ovm+7(l)avm V. m=P . N. (4.42)
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Da die partiellen Ableitungen der Dynamikfunktion 22|y und 2¥4|y nur von a
ow owt
abhénig sind, kénnen wir einen linearen Ansatz

N
a—W|OVm = E D, a
I=P

N
ﬁme = ZD;lal
I=P

verwenden, der mit Gleichung (4.41), (4.42) und (4.36), (4.37) zu

(tM6, + DI

(1= 10=

((T(l) + QCY(l))éml =+ Dml)&l.

T
&

fithrt. Dies sind Eigenwertgleichungen fiir die Matrizen {D! } und {D,,;} mit Q
Eigenwerten —71) bzw. —(7() +2a(V), woraus sich dann die Q Eigenvektoren {a,}
berechnen lassen. Die Korrekturterme y, z bestimmen sich dann aus den Gleichungen
(4.39), (4.40) und m=1,.., P — 1.

4.4 Implementierung

Ein Ziel dieser Arbeit ist die Beschreibung der dynamischen Eigenschaften eines
Signals durch ein niederdimensionales dynamisches System. Die Eigenwertspektren
der Hauptkomponenten von gemessenen Daten zeigen nun erst bei grofler Moden-
zahl Entartung, weshalb hier nur die Stérungstheorie ohne Entartung implementiert
wird. Unter der Annahme, dass kleine Stérungen geniigen, um Moden und Modell
zugleich optimal anzupassen, wird nur die erste Storungsordnung beriicksichtigt.

Festlegung des Modells

Bisher ist das dynamische Modell weitgehend unbestimmt geblieben. Geméafl Kapitel

;
2.3 wihlen wir fir die Beschreibung zeitlicher Amplituden y;(t) = % autonome
q
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Systeme, die mittels nichtlinearer gewohnlicher Differentialgleichungen erster Ord-
nung angesetzt werden:

Ui = f[yy]

M g M k
- FO + ZFU% + erak%yk + Zzzrakl%ykyl +o(443)

j=1 i=1 k=1 i=1 k=1 I=1

Mit

fl[x]] = Zaiaga
{50&} = {1ayl7y27"'ayM7y%7y1y27'"7yj2\/lay:13ay%yla"'ay%4a"'}

erhalten wir mit der Optimierungsfunktion (4.13)

1M . amaz
Z §a)?)

M = 1>

und die optimalen Modellparameter

gy = ZbkaM,;ﬁl (444)
bka = <yk’§a> 3 Moc,@ = <£O¢£ﬁ>

aus Kapitel 2.3 .
Die Storungsterme aus den vorherigen Kapiteln

<Qf,§0)> Qi) <(2¢k _ f]gO)) Igo)>
8W£|o = -2 o +2 =
< f(o ) 8‘? >
+ 22 =

7

(4.45)

= 0 (4.46)



66 KAPITEL 4. RAUMZEITLICHE MODELLANPASSUNG

av, av

setze Grad des Polynoms—| 42 bestimmen |~ , ‘ . (1(<1), g
de 0 de 0 | ki

setzee und PCA-Basis

+
Wk' Wk

Vo IC ua Axy

Abbildung 4.2: Flussdiagramm der nummerischen Implementierung

sind nun nur noch von den PCA-Amplituden z;(¢) und dem Signal q abhéngig und
: i ¢(0) _ #(0)
es gilt mit & = &' (x;)

© _ (0) £(0) ofi | ©0) %a
2 § :a- a’ o = E :aia
fz - wag a ]-L|0 - a ;2|0

0
s=vyr  —=|, =0
B aW,JL 0
0¢
§ﬁ = YrYs, T <s : —i|0 = q(ékrl's + 514:5-777")
ow,,
_ o0,
$o =Yt 7 S8 St glo = A0k TsTe o Oy + OuTr ).

Wi

Nummerische Implementierung

Die Implementierung ist in Abbildung 4.2 skizziert. Zunéchst muss der Grad g des
Polynoms aus Gleichung (4.43) festgelegt werden und wird in spéteren Anwendun-
gen auf g = 3 begrenzt. Die Modellparameter und die Storungsglieder in nullter
Storungsordnung werden anschliefend aus den Gleichungen (4.44) und (4.45),(4.46)
bestimmt, woraus die Entwicklungskoeffizienten erster Storungsordnung cgl), d,(j) fol-
gen. Die gestorte Biorthogonalbasis kann iiber Gleichung (4.27) und (4.28) bestimmt
werden, wobei der Stérungsparameter € und die Basis der PCA-Moden festgelegt

werden miissen. Findet keine Dimensionsreduktion des Signals statt, so ist M = N
gewihlt und die ungestorte PCA-Basis wird aus allen N PCA-Moden gebildet. Will
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man jedoch nur wenige Moden an das Signal anpassen, ist M < N und es gibt (A]Z)
Moéglichkeiten, die ungestorte Basis zu wahlen. Wir kénnen auf diese Weise zwischen
PCA-Moden unterscheiden, deren Projektion auf das Signal hauptséchlich aus Rau-
schen und aus deterministischen Anteilen besteht.

Aus den neuen Amplituden

; eSM cwx-
yl(t) _ l‘,(t) + Zg:l 1) J(t)
(a?)

konnen nun die neuen Modellparameter

Ay =D (€a) ({Ealy)) ™

[0}

bestimmt werden. Hierbei gilt wie im ungestorten Fall det (£ ® &) # 0.

Weitere Groflen wie das Mafl der Dynamikanpassung V,; oder Werte fiir bestimm-
te Informationskriterien (IC) konnen berechnet werden. Die Untersuchung dieser
Groflen erfolgt im Rahmen der Anwendungen.

4.5 Anwendung und Modellfindung

Im folgenden Abschnitt wollen wir die Storungstheorie erster Ordnung ohne Entar-
tung auf zwei simulierte mehrdimensionale Datensédtze anwenden. Rdumliche Moden
und ein deterministisches dynamisches Modell werden anhand des ersten niederdi-
mensionalen Datensatzes unter Variation der Modellparameter, des Stérungspara-
meters und der zugrunde liegenden PCA-Basis bestimmt. Es zeigen sich Kriterien
fiir den Storungsparameter und die Dimensionalitét des Modells. Diese werden an-
schliefend mit der Untersuchung einer Hopfbifurkation im hochdimensionalen Raum
angewendet und das erhaltene raumzeitliche Modell diskutiert.

4.5.1 Stabiler Fokus im niederdimensionalen Raum

Nun soll ein Signal
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X(t) /\
\__/
Yo \\/
1 l 1 l 1
0 100 200
Zeitschritte

Abbildung 4.3: Amplituden des simulierten dreidimensionalen Signals. Die oberen
beiden Amplituden sind deterministisch bestimmt, die untere stellt eine Zufalls-
zeitserie dar.

untersucht werden, das ein Stabilitdtsverhalten nahe eines stabilen oszillatorischen
Fixpunktes zeigt (Abb. 4.3), wobei die zeitliche Dynamik von x(t) und y(¢) durch

T o= -y
) = axr —by (4.47)

und a, b > 0 bestimmt ist.
Die Amplitude

2(t) = NZ pi(t)Gi(pi, 07 1)

beschreibt orthogonales Rauschen, wobei p; € [—0.5;0.5] und n € [0; 7] gleichver-
teilte Zufallsgrofien und T die Anzahl der Zeitschritte sind. Die Grofe Gy(pu;, 0, t)
bezeichnet eine zeitliche Gauf3-Funktion mit ebenfalls gleichverteilten zufilligen Mit-
telwerten p; € [0;7] und Varianzen o; € [0;7]. Der Faktor N skaliert schliefllich
noch z(t) zu (z2(t)) = 1.

Kriterium fiir optimalen Stérungsparameter

In einer ersten Untersuchung wird nun die Anzahl der anzupassenden Moden auf
M = 2 und das dynamische Modell mit Polynomen dritter Ordnung angesetzt. Mit
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Abbildung 4.4: Die Dynamikfunktion V; gegen den Stoérungsparameter e fiir die
PCA-Basen (vy,Vv2), (vi,vs) und (v, v3).

variablem Stoérungsparameter € kann dann, nach Abb. 4.2, die Dynamikanpassung
Vy fur die drei moglichen PCA-Basis-Kombinationen (v, va), (v, vs), (va,v3) be-
stimmt werden.

In Abb. 4.4 ist Vj iiber € aufgetragen und wir erkennen ein deutliches Minimum fiir
die Basis-Kombination (vy, ve) und den Stérungsparameter ¢ = 0.2. Fiir diese Wer-
te erhalten wir also die beste Dynamikanpassung der Moden und des dynamischen
Modells an das Signal. Die Anpassungsraten fiir die Dynamik sind bei den anderen
Basis-Kombination (vy, v3), (va, v3) deutlich schlechter.

Die neuen Moden wy, wy sind aus den PCA-Moden v, vy entstanden und fiir e = 0.2
an das Signal optimal angepasst worden. Die Winkel

)

a; = arccos(w
Vil [[wl]
zwischen den PCA-Moden und den optimalen gestorten Moden ergeben sich zu
a1 = 5.8° und ay = 50.8°. Diese deutliche Orientierungséinderung der neuen Ba-
sis im Vergleich zur PCA-Basis ist ebenfalls in Abbildung 4.5 zu erkennen. Hier
sind die projezierten Trajektorien des Signals in den Unterraum der Stérungsmoden
dargestellt. Die Grauwerte im Hintergrund korrelieren mit der angepassten Dyna-
mik so, dass Fixpunkte als schwarze Punkte zu erkennen sind. Im ungestorten Fall
e = 0.0 (PCA) ist der Rauschanteil in den Projektionen deutlich zu erkennen, es
scheinen zwei Fixpunkte zu existieren. Der Rauschanteil des projezierten Signals
nimmt jedoch mit steigendem e immer weiter ab, bis bei € = 0.2 die Projektion so
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gewdhlt ist, dass der Rauschanteil verschwindet. Hier ist deutlich ein Fixpunkt in
der Mitte des Fokus zu erkennen, der auf Grund des dynamischen Modells aus den
Gleichungen (4.47) korrekt ist. Mit weiter erhthtem Stérungsparameter nimmt dann
der Rauschanteil wieder zu. Die beste Projektion in einen Unterraum ist hier also
durch ein Minimum der Funktion V,(e) gegeben. Dieses Kriterium zeigt sich auch
in den folgenden Untersuchungen der Modellanpassung und Modenprojektion und
ist grundlegend fiir die préasentierte Methode. Zusétzliche Kriterien fiir die optimale
Wahl der Modellparameter wird in den folgenden Abschnitten diskutiert.

€=0.00 e=0.04 €=0.08 €=0.12

£€=0.16 £€=0.20 £=0.24 £€=0.28

Abbildung 4.5: Optimale Projektionen des Signals auf zwei angepasste zweidimen-
sionale Basis WLQ fiir verschiedene Storungsparameter €. Die beste Projektion gelingt
fiir e = 0.2 . Dieser Wert stimmt mit dem Minimum der Dynamikanpassung in Ab-
bildung 4.4. Die Grauwerte im Hintergrund kodieren das Betragsquadrat |f|* des
angepassten Modells f : schwarz und weifl bedeuten niedere und hohe Werte. Die
schwarzen Bereiche markieren somit die Ndhe von modellierten Fixpunkten.
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Kriterien fiir optimales dynamisches Modell

Die Grofle des dynamischen Modells
Y(t) = f<aiou yz(t)) v Yy, f € RMa ac RMXQ

ist durch seine Dimensionalitit M und () Polynomterme fiir jede Differentialglei-
chung bestimmt. Um nun Kriterien zu finden, die entscheiden, welches Modell denn
nun die dem Signal zu Grunde liegende Dynamik am besten entspricht, werden diese
Parameter variiert und die Dynamikanpassung untersucht.

Fiir verschiedene Dimensionen M erhalten wir deutlich verschiedene Anpassungs-
raten V; in Abhéngigkeit des Storungsparameters € (Abbildung 4.6). Das Modell
wurde dabei mit Polynomen dritter Ordnung angesetzt und es sind fiir jedes M nur
die PCA-Basiskombinationen gewihlt worden, die die besten Anpassungsraten ha-
ben. Wir erkennen, dass die beste Anpassung fiir M = 2 moglich ist, was auch mit
dem zu Grunde liegenden dynamischen Modell aus Gleichung (4.47) {ibereinstimmt.
Fiir M = 2 wird noch der Grad der Polynome untersucht. Abbildung 4.7 zeigt wieder
die Funktion Vy(e) fiir Modelle mit Polynomen erster, zweiter und dritter Ordnung.
Die Werte der Minima der Dynamikanpassung unterscheiden sich hierbei kaum. Auf
diesem Wege lassen sich also keine eindeutigen Aussagen iiber die genaue Struktur
des besten dynamischen Modells treffen.

Als Alternative zu entscheiden, welche Polynomterme denn nun fiir eine optimale
Anpassung zu wihlen sind, dient die Anwendung von Informationskriterien. Analog
zu Kapitel 2.3 sind die kleinsten Werte von

A[O = lndet(((y - f(amay)) ® (y - f(ama y))>) + MQ
SIC = Indet(((§ — Flamy)) @ (§ — Flam, y))) + %MQ In M

gesucht. Abbildung 4.8 zeigt SIC(¢) und AIC(¢) fir M = 2 und die verschiedenen
Polynomansitze. Bei diesem Beispiel bestimmt STC' das lineare Modell korrekt und
AIC das kubische Modell fialschlicherweise als Bestes.

Rekonstruktion der Dynamik

Wir bestimmten also das beste Modell fiir rdumliche Moden und zeitliche Dynamik
mit einem Polynomansatz dritter Ordnung fiir den Stérungsparameter € = 0.2 und
M = 2. Die Varianzen ((a;o€,)?) der Polynomterme sind in Tabelle 4.5.1 gezeigt,
wobei Polynome dritten Grades angesetzt wurden. Die linearen Glieder zeigen die
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1 ______________________________________
M=1
0.8—
- 06F
> .
0.4 [Tt T M=3
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Stérungsparameter €

Abbildung 4.6: Die Dynamikfunktion V; gegen den Storungsparameter € aufgetragen
fiir verschiedene Dimensionen des dynamischen Modells.

0.4

0.3

0.1—

Stérungsparameter €

Abbildung 4.7: Die Dynamikfunktion V; gegen den Stérungsparameter € fiir M = 2
und Polynome ersten Grades (lin.), zweiten (quad.) und dritten Grades (kub.).
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12 10

L L L L L
% 0.02 0.04 006 10 ‘ 0T ‘ 02
Stérungsparameter € Storungsparameter €

Abbildung 4.8: SIC und AIC gegen € aufgetragen fiir Polynome ersten Grades (lin.),
zweiten (quad.) und dritten Grades (kub.) und M = 2.

grofiten Varianzen und haben also auch den grofiten Beitrag zur angepassten Dyna-
mik. Dies entspricht wiederum dem zu Grunde liegenden Modell.

Damit konnte ein Kriterium fiir eine optimale Projektion, den optimalen Stérungs-
parameter € und die Anzahl der Moden gefunden werden. Die Dimensionalitit des

| konst | w1 | we | 0 v | 3| i | v | v | 3
1 5.6 3.2 211.9|124] 0.0 {0834 0.3 0.7 0.0
72 | 30.1 | 124.3 | 544 (00| 3.2 | 1.3 ] 1.0 4.1 0.1 |22

Tabelle 4.5.1: Varianzen der verschiedenen Polynomterme des dynamischen Modells
£(yi).

dynamischen Modells kann dagegen nur abgeschitzt werden, da selbst durch die
Anwendung der Informationskriterien AIC und SIC keine eindeutige Modellselekti-
on gelang. Hinweise auf die richtigen Terme gibt es nur durch die Berechnung der
Varianzen der einzelnen Polynomglieder.

Das Differentialgleichungssystem, mit einem Runge-Kutta-Verfahren vierter Ord-
nung integriert, zeigt einen dquivalenten Fokus wie das Originalsystem (Abbildung
4.9).
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Abbildung 4.9: Der rekonstruierte stabile Fokus.

4.5.2 Hopfbifurkation im hochdimensionalen Raum

Nun wollen wir die Methoden, die im vorigen Abschnitt eingefiihrt wurden, auf ein
weiteres Beispiel anwenden und deren Giiltigkeit iiberpriifen.

Ein simuliertes hochdimensionales raumzeitliches Signal s(t) soll aus einer Uberla-
gerung von fiinf 144-dimensionalen rdumlichen Moden a; (Abb. 4.10) bestehen tiber

und die zeitliche Dynamik der Amplituden w;(t) ist dabei durch

U = eup — wuy + (auy — buy)(ui +u3) + I(t)

4.48
Uy = wuy + eug + (buy + aug)(ui +u3) +T(t) (4.48)

n

ui(t) = > pi®)Gilpi, 0 t)  j=3,4,5

i=1

bestimmt. Die Amplituden u;(¢) und us(t) zeigen dabei die Dynamik einer super-
kritischen Hopfbifurkation mit u(0) = (0,0.007,0,0,0),e = 0.6,w = 4.0,a = —60.0
und b = 50.0 . Fluktuierende Krifte spielen in komplexen Systemen eine wichtige
Rolle [26], weshalb der Rauschanteil des Signals im Hinblick auf Anwendung auf
reale Daten durch gleichverteiltes, additives Rauschen I'(t) erweitert wurde. Es gilt
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I' € [-2.5;2.5], die Bezeichnungen des orthogonalen Rauschens entsprechen denen
des vorherigen Beispiels. Das raumzeitlichen Signal, dessen Zeitverlauf in Abbil-

Abbildung 4.10: Die rdumlichen Moden ay, .., a5 des Signals.

dung 4.11 ausschnittsweise gezeigt wird, ist somit durch eine lineare Superposition
von raumlichen Moden bestimmt, wobei neben zeitlich korreliertem und orthogona-
lem Rauschen ein deterministisches Modell die Dynamik bestimmt. Die présentierte
Analyse soll nun das funktionelle Verhalten aus den Daten extrahieren, indem es
das dynamische System aus Gleichung (4.48) rekonstruiert.

In einem ersten Schritt wird das Signal mittels einer PCA auf die ersten N = 5
Moden projeziert und die Amplituden zu einem neuen Signal

¢i(t) =sp;, mit Bp,=X\p;, i=1,.,5 , B=

Die Reprisentation 2?21 A; des Signals s betriagt dabei 0.9999 .
Das neue Signal q(¢) wird nun gem#fi Kapitel 4.1 auf (q) = 0, (g?) = 1 skaliert und
die rdumlichen Moden sowie das dynamische Modell nach Kapitel 4.4 bestimmt.

EEENGENIEEEE

Abbildung 4.11: Das simulierte raumzeitliche Signal als Sequenz von rédumlichen
Mustern.

Optimaler Storungsparameter und dynamisches Modell

Um die Anzahl M der Moden zu bestimmen, tragen wir Vy(e) auf (Abb. 4.12) und
stellen die beste Anpassung bei € = 0.054 fiir M = 2 und die ersten zwei PCA-Moden
als Basis fest. Es wurden jeweils die besten PCA-Basiskombinationen verglichen und
die dynamischen Modelle mit Polynomen dritter Ordnung angesetzt.
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Abbildung 4.12: Die Dynamikfunktion V; gegen den Stérungsparameter e fiir ver-
schiedene M aufgetragen. In Klammern sind die jeweiligen Kombinationen von ver-
wendeten PCA-Basen angegeben. Die senkrechte gestrichelte Linie markiert die be-
ste Dynamikanpassung.

Die projezierten Trajektorien fiir M = 2 und Polynomen dritten Grades sind in
Abbildung 4.13 zu sehen. Die PCA-Projektion bei ¢ = 0.000 enthélt deutliche
Rauschanteile, die mit steigendem e abnehmen. Die Modenanpassung fiir € = 0.054
unterdriickt den Rauschanteil optimal, der dann wieder fiir weiter ansteigende Storungs-
parameter zunimmt.

Die Anpassung kann nun fiir M = 2 genauer untersucht werden, indem wir den
Grad des Polynoms variieren. Nach Abbildung 4.14(a) unterscheiden sich die Funk-
tionen V,(e) fiir die verschiedenen Grade des Polynoms kaum. Diese Unterschiede
versuchen wir wieder mit Hilfe der Informationskriterien SIC' und AIC aufzulosen.
In Abbildung 4.14(b),(c) sind diese gegen e aufgetragen. Wie auch schon im vor-
herigen Abschnitt kommen beide Kriterien zu unterschiedlichen Resultaten, wobei
AIC wieder das hochdimensionale Modell und S7C' das niederdimensionale Modell
bevorzugt.

Die Anzahl der Moden lésst sich auch bei diesem Beispiel iiber die Dynamikanpas-
sung V;(e) bestimmen, der Polynomialgrad bleibt trotz Anwendung von Informati-
onskriterien unbestimmt.
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£=0.000PCA) £=0.030 £=0.054 £=0.095

Abbildung 4.13: Die Phasenportraits der optimalen Projektionen des Signals auf
angepasste Modenbasis WJLZ fiir verschiedene Stérungsparameter e.
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Abbildung 4.14: Die Dynamikanpassung V; (a), die Informationskriterien AIC (b)
und SIC (c) iiber dem Storungsparameter e aufgetragen.

Rekonstruktion der Dynamik

Die Eigenschaften des besten dynamischen Modells fiir M = 2, ¢ = 0.054 sollen nun
untersucht werden. Das Differentialgleichungssystem ist dann gut gewéahlt, wenn des-
sen Losung die Eigenschaften des deterministischen Anteils tréagt. Bei dieser Hopf-
bifurkation muss somit die Instabilitdt des Ursprungs und der Grenzzyklus im re-
konstruierten Signal enthalten sein.

Die Varianzen ((a;o&,)?) der Polynomterme sind in Tabelle 4.5.2 gezeigt, es wurden
dabei Polynome dritten Grades angesetzt. Die linearen und kubischen Terme haben
die grofiten mittleren Beitragen zum Signal und entsprechen denen des dynamischen
Modells aus Gleichungen (4.48).

Die Losung des bestimmten Differentialgleichungssystems y = f(y;) mit den Koef-
fizienten aus Tabelle 4.5.2 wird mittels eines Runge-Kutta-Verfahrens vierter Ord-
nung integriert. In Abbildung 4.15 ist die rekonstruierte deterministische Losung
dargestellt, sie zeigt die Instabilitdt des Ursprungs und den Grenzzyklus. Die Hopf-

0.06
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‘ const ‘ U1 ‘ Y2 ‘ yf ‘ Y1Y2 ‘ y% ‘ y? ‘ y%?ﬁ ‘ yly% ‘ y;’
1 0.4 13.1 11655 (04| 03 |14 ]10.7| 7.5 | 5.4 | 13.6
7| 3.0 [66.0]| 13.0 |1.7] 09 |[05| 4.9 | 3.2 | 3.4 | 6.8

Tabelle 4.5.2: Varianzen der verschiedenen Polynomterme des dynamischen Modells
f(y;). Die grofiten Varianzen sind fett gedruckt.

bifurkation konnte somit rekonstruiert werden.

15

05

-05

-15 . . .
-3.5 -15 0.5 25
X

Abbildung 4.15: Die rekonstruierte Trajektorie der Hopfbifurkation.

4.6 Zusammenfassung

Der vorgestellte storungstheoretische Ansatz erlaubt im Hinblick auf ein determi-
nistisches Modell neben einer verbesserten Anpassung von rdumlichen Moden ge-
geniiber PCA eine analytische Anpassung zeitlicher Dynamik an ein raumzeitliches
Signal. Die Implementierung der analytischen Methode zeigt einen deutlichen Ge-
winn an Geschwindigkeit und Transparenz. Anhand von zwei verrauschten simu-
lierten Datensétzen wurden Kriterien fiir den optimalen Stérungsparameter und die
Parameter des dynamischen Modells bestimmt. Die Einschrinkung der Dimensio-
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nalitit von Modellen zur besseren Bestimmung von Parametern mittels zwei Infor-
mationskriterien wurden dabei untersucht.

Eine optimale Aufteilung des Signalraumes in einen deterministischen Unterraum
und einen Unterraum, der nur Rauschen enthélt, gelang durch den vorgestellten
storungstheoretischen Ansatz. Das deterministische Modell konnte dabei durch den
nicht entarteten und somit niederdimensionalen Ansatz bestimmt werden. Kleinere
PCA-FEigenwerte kennzeichnen in vielen Fillen den Rauschanteil des Signals und
lassen die Anwendung des Entartungsfalles der Storungstheorie ohne Anpassung
eines deterministisches Modell sinnvoller erscheinen. Eine Weiterfithrung des An-
satzes kann somit in der Untersuchung des Rauschunterraumes mittels entarteter
Storungstheorie bestehen.
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Kapitel 5

Raumzeitliche Fixpunktanalyse

In diesem Kapitel werden nun die beiden bisher unabhéngigen Methoden aus Kapi-
tel 3 und Kapitel 4 zur Fixpunktanalyse kombiniert. Nach unserer Hypothese kann
ein Segment einer Signaltrajektorie, das durch einen Clusteralgorithmus bestimmt
wurde, durch ein gewthnliches Differentialgleichungssystem in der Néhe eines Fix-
punktes beschrieben werden. Diese Trajektoriensegmente konnen in einem zweiten
Schritt selektiert werden, um ein raumzeitliches Modell optimal anzupassen. Im Fal-
le einer hohen Anpassungskonfidenz des dynamischen Systems wird die Topologie
des Modells als charakteristische Eigenschaft des Signals bestimmt. Die entstehen-
de Sequenz von Modellen und ihre jeweiligen zeitliche Dynamik repréasentiert somit
die raumzeitliche Dynamik des Signals. Den Zeitbereichen der Uberginge zwischen
Clustern wird hierbei keine funktionelle Bedeutung zugeordnet.

Im ersten Abschnitt dieses Kapitels untersuchen wir die bereits bestimmten Clu-
ster der Kiippers-Lortz-Instabilitdt auf ihre raumzeitliche Dynamik. Thre Fixpunkte
werden bestimmt, das Stabilitdtsverhalten der Trajektorie am Fixpunkt untersucht
und mit dem dynamischen System der Kiippers-Lortz-Instabilitéit verglichen.
SchlieBlich werden die in dieser Arbeit abgeleiteten Kriterien und Methoden auf
gemessene auditorische EEG-Daten angewandt, die im frithen Zeitbereich die elek-
trische Aktivitdt im Hirnstamm zeigen. Ein Vergleich von Clusterresultaten und
EKP-Komponenten wird durch die Anpassung eines raumzeitlichen Modells an eine
Komponente ergénzt. Das optimal angepasste Differentialgleichungssystem an die-
se Komponente wird auf seine Eigenschaften diskutiert und eine Interpretation der
Ergebnisse im Hinblick auf neuronale Gehirnaktivitéit versucht.

81
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5.1 Simulierte Kiippers-Lortz-Instabilitéit

In Kapitel 3.3 wurde eine simulierte Kiippers-Lortz-Instabilitdat mittels Clusteralgo-
rithmen untersucht und vier Cluster detektiert. Nun sollen raumzeitliche Modelle
an die einzelnen Cluster angepasst und diese diskutiert werden.

5.1.1 Clustering

Das Ergebnis des K-Means-Algorithmus ist noch einmal in Abbildung 5.1 darge-
stellt. Die Trajektorie des Signals kann in vier Zeitbereiche eingeteilt werden, die
jeweils geméafl der Hypothese aus Kapitel 3 durch ein dynamisches System in der
Néhe eines Fixpunktes modelliert werden kénnen. Durch nédhere Untersuchungen der
Zeitfenster konnten die Ubergangsbereiche verbessert abgeschitzt werden, so dass
im Folgenden die Zeitfenster T} = [30;230], T = [420;1010], T5 = [1200; 1570] und
T, = [1760; 2200] analysiert werden.

4000

3000 -

2000 -

Euklidischer Abstand

1000

T~ — -

30 230 420 1010 1200 1570 1760 2200
Zeitschritte

Abbildung 5.1: Clusterresultat des K-Means-Algorithmus fiir £ = 3. Vier Cluster-
Zeitfenster T7 = [30;230], 7o = [420; 1010], T5 = [1200; 1570] und 7Ty = [1760; 2200]
sind durch kleinste Absténde zwischen Signal und Clusterzentren definiert.

5.1.2 Raumzeitliches Modell

Fiir die einzelnen Cluster-Zeitfenster werden nun analog zu Kapitel 4.5 raumliche
Moden und zeitliche Modelle bestimmt. Das Eigenwertspektrum {\;} einer ersten
PCA-Analyse der einzelnen Datensegmente zeigt jeweils drei erste Hauptkompo-
nenten p;(i = 1,2,3) mit 327, \; & 1 — 107%. Diese nicht-entarteten PCA-Moden
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erkldren somit mit groBer Konfidenz das Signal, weswegen entartete Moden ver-
nachléssigt werden konnen.

Die Projektionen des Signals s(t) auf die Hauptkomponenten kénnen zu einem neuen
dimensionsreduzierten Signal q(¢) mit

¢(t) =s(t)p;, i=1,2,3 (5.1)

zusammengefasst werden.

Analog zu Kapitel 4.5 werden die Dynamikanpassung V; in Abhéngigkeit des Stérungs-
parameters €, der Anzahl der Moden M < 3, des Polynomialgrades und der Kom-
binationen der PCA-Basis berechnet. Abbildung 5.2 zeigt V,(e)-Diagramme fiir ver-
schiedene M und alle vier Zeitfenster T7 — Ty. Es sind dabei jeweils die besten
Anpassungen mit den ersten beiden PCA-Moden als PCA-Basis moglich. Weitere
Untersuchungen zeigen, dass sich die Dynamikanpassungen V; fiir Polynome zwei-
ter und dritter Ordung kaum unterschieden, weshalb Polynome mit konstantem,
linearen und quadratischen Termen in den anzupassenden Differentialgleichungen
verwendet werden. Wie in Abbildung 5.2 zu sehen, ist die Anpassung an das Modell
fiir alle vier Zeitfenster mit M = 2 rdumlichen Moden optimal.

T1=[30;230] T2=(420;1010] T3=[1200,1570] T4=[1760,2200]

o
- - . M=3 | =
T Ny
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51 “_-| oy E M=3 -
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Storungsparameter & Stérungsparameter €

Abbildung 5.2: Dynamikanpassungen V,, Phasenportraits der optimalen Projek-

tionen und der rekonstruierte Fixpunkt als rdumliches Muster fiir jedes Cluster-
Zeitfenster T; aus Abb. 5.1

Stérungsparameter € Storungsparameter ¢

oy

005 01 (] 005 o1

Die Projektionen des Signals auf die zweidimensionale Modenbasen sind durch Pha-
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senportraits unter den V; — e-Diagrammen in Abbildung 5.2, mittlere Zeile, gezeigt.
Die Grauabstufung im Hintergrund kodiert, wie schon in Kapitel 4.5, das Betrags-
quadrat der angepassten Polynome, Fixpunkte sind schwarz kodiert. Wir erkennen
deutlich eine Sattelpunktdynamik in allen vier Zeitfenstern. Dieses Stabilitatsver-
halten stimmt mit dem Verhalten an den Fixpunkten des dynamischen Systems
aus Gleichung (3.7) iiberein. Des Weiteren entsprechen die Fixpunkte rdumlichen
Mustern und konnen ebenfalls zu den jeweiligen Zeitfenstern dargestellt werden
(Abb. 5.2, untere Zeile). Mit den Grundmustern {v;} und den Fixpunktkoordina-
ten AY A%, AYkann auch hier eine klare Ubereinstimmung der rekonstruierten mit
den originalen Fixpunkten festgestellt werden.

Der Sequenz von Cluster-Zeitfenstern entspricht eine Sequenz von raumzeitlichen
Modellen und Topologien von dynamischen Systemen. Dieser Satz von drei Sattel-
punkten charakterisiert das Signal und mit den rdumlichen Moden ebenfalls sein
raumzeitliches Verhalten.

5.2 Mittlere Auditorisch-Evozierte Potenziale
(MAEP)

Die Bestimmung eines dynamischen Systems aus ihrer Losung kann bei der An-
wendung auf reale Daten zu neuen Modellen fiir zu Grunde liegende Vorginge im
System fithren [52, 20]. Ein ERP-Datensatz soll in diesem Abschnitt mittels der vor-
gestellten Methoden untersucht werden. Hierzu werden Cluster im Signal bestimmt
und diese mit bekannten EKP-Komponenten verglichen. Anschliefend wird fiir eine
Komponente ein raumzeitliches Modell angepasst und diskutiert.

5.2.1 Das Experiment

Der vorliegende EEG-Datensatz beschreibt die elektrische Potenzialverteilung auf
der Kopfoberfliche eines Menschen wihrend eines auditorischen Experiments. Es
wurden nur die frith- und mittel-latenten Potenziale (bis ~ 40ms) untersucht, die nur
durch Gehirnaktivitéit auf Grund von auditorischer Signaldetektion im Gehirnstamm
und zwischen diesem und dem auditorischen Cortexareal im Neocortex auftreten.
Waéhrend den 40ms werden keine kognitiven Prozesse aktiviert und der Proband
“hort nur”. Die Experimente sind aus diesem Grunde sehr simpel und somit mit
einer hohen Anzahl an Versuchsdurchldaufen durchzufiihren [25]. Der présentierte
Ton war ein Click von der Lénge 100us, randomisiert in Abstédnden von 62 — 72ms
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Abbildung 5.3: EKP-Komponenten bei auditorischen Stimuli mit ihren Bezeichnun-
gen. Aus [70].

und mit einem absoluten Schallpegel von 60dB. Jedem Probanden wurden binau-
ral 10* Clicks prisentiert, wihrend das EEG mit 32 Detektorkanilen und einer
zeitlichen Sampling-Rate von 10kHz aufgenommen wurde. Die Mittelung der Ver-
suchsdurchlaufe fiir die einzelnen Probanden fiihrte auf Grund der hohen Anzahl
von Repetitionen zu stark geglidtteten Signalen, die wir fiir einen Probanden unter-
suchen wollen.

Als frithe evozierte Potenziale gelten die deutlichen Komponenten 11 und V' bei
3ms und bms (Abb. 5.3), die im Gehirnstamm generiert werden. Komponenten nach
etwa 15ms werden als mittel-latente Potenziale bezeichnet und sind in Abbildung
5.3 bei etwa 18ms als Komponenten Na und bei 30ms als Pa zu sehen.

In Abbildung 5.4 ist der EKP-Datensatz als Sequenz von raumlichen Potenzialvertei-
lungen zu sehen. Die Komponente Pa bei ~ 30ms ist dabei zeitlich héher aufgelost,
wodurch der Wechsel der Potenzialverteilung in einen Aktivitéitszustand hinein und
aus ihm heraus deutlich wird.

t3ms t55 t=10ms t=18ms t=26ms t=2ms

Abbildung 5.4: EKP-Datensatz als zeitliche Sequenz von rdaumlichen Potenzialver-
teilungen auf der Kopfoberfldche.
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5.2.2 Clustering

Der K-Means-Clusteralgorithmus detektiert fiir £ = 2,..,7 Cluster-Zeitfenster, die
fiir mehrere k£ im selben Zeitbereich liegen (Abb. 5.5(a)), was auch die Giitefunktion
G(t) in Abbildung 5.5(b) zeigt. Die Cluster-Zeitfenster [15.2;21.8] und [27.6;32.5]
(jeweils in ms) zeigen jeweils eine groBle Clustergiite und sind ebenfalls deutlich von
benachbarten Zeitfenstern getrennt. Dies bedeutet, dass die Clusterzentren dieser
Intervalle deutlich getrennt und die Clusterung somit eindeutig ist.

Die detektierten Zeitfenster konnen gemafl Abbildung 5.3 EKP-Komponenten zu-
geordnet werden, welche in Abbildung 5.5(c) fiir die Clusterresultate mit &k = 7
eingetragen sind. Die Komponenten IV und V sind dabei einem Clusterfenster zu-
geordnet, welches eine Unterstruktur andeutet.

Im Vergleich der detektierten Komponenten und Abbildung 5.3 fehlt die Kompo-
nente P, zwischen N, und N, in unseren Resultaten. Sie ist in dem hier verwendeten
Zeitfenster nicht aufzulosen, was jedoch durch ein erneutes Clustern in einem klei-
neren Zeitfenster moglich ist. Die Giitefunktion G(t) deutet diese auch schon im
Zeitfenster [11.2;15.2]ms an. Die frithen Komponenten sind mit dem hier gewéhlten
groflen Zeitfenster auf Grund ihrer geringen Dauer schwer zu detektieren. Zeitlich
genauere Bestimmungen von Komponenten und Detektion von eventuellen Unter-
strukturen sind erst mit geschickt gewéhlten, kleineren Zeitfenstern moglich. Dieser
Fokussierung ist jedoch durch endliche zeitliche Sampling-Raten eine Grenze gesetzt.

5.2.3 Raumzeitliches Modell

Im Folgenden wollen wir nun die Komponente P, bei ~ 30ms untersuchen. Die Fo-
kussierung auf ein kleineres Zeitfenster von 25ms bis 45ms und dessen Clusterung
ergeben geméB den oberen Clusterkriterien zwei Cluster-Zeitfenster (Abbildung 5.6).
Fiir die Anpassung eines raumzeitlichen Modells wird das Zeitfenster [25ms;37ms]
gewahlt.

In einem Vorverarbeitungsschritt wird mittels PCA das Eigenwertspektrum der Da-
ten bestimmt:

Mol L M | A |
0.98015 ‘ 0.01329 ‘ 0.00366 ‘ 0.00189 ‘ 0.00064 ‘

Projektionen des 32-dimensionalen Signals s(¢) auf die ersten 5 PCA-Moden p;
erlauben also eine Dimensionsreduktion mit einer Konfidenz von Zle Ai = 0.99963.
An das neue Signal q(t) mit

¢(t)=s(t)p;, i=1,..,5 (5.2)



5.2. MITTLERE AUDITORISCH-EVOZIERTE POTENZIALE (MAEP) 87

@

Euklidischer Abstand

0.0004 — - —
32.5ms
V4

0.0003
8.1ms  112ms

G(®)

(b) 0.0002

0.0001

(©

Euklidischer Abstand

Zeit [ms]

Abbildung 5.5: (a) Clusterresultate des K-Means-Algorithmus fiir £ = 2,..,7 Clu-
ster. Es sind die Abstdnde des Signals zu den jeweiligen Clusterzentren iiber der
Zeit aufgetragen. (b) Die Giitefunktion G(t) fir 25 Clusterdurchldufe. Sie fasst die
Clusterresultate als eine von der Anzahl der Cluster £ unabhéingige Grofle zusam-
men. (¢) Die Clusterresultate des K-Means-Algorithmus fiir & = 7 mit eingetragenen
EKP-Komponenten. Die Komponenten 71, IV und V konnten wegen ihrer kurzen
Dauer jeweils nicht einem einzigen Cluster-Zeitfenster zugeordnet werden.
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Abbildung 5.6: Die Giitefunktion G(t) zeigt ein eindeutiges Cluster-Zeitfenster zwi-
schen 28ms und 32ms.

konnen nun rdumliche Moden und ein dynamisches Modell optimal angepasst wer-
den.

Abbildung 5.7 zeigt die Dynamikanpassung fiir verschiedene Storungsparameter e
und Moden M = 1,2, 3 fiir Polynome dritter Ordnung. Untersuchungen der Dyna-
mikanpassung mit verschiedenen Polynomialgraden und Kombinationen von PCA-
Basismoden sowie die Anwendung von Informationskriterien fithren zu keinen wei-
teren Erkenntnissen.

1

01— —
001 M=2

0.001— —

0000l = - e e T —

Storungsparameter €

Abbildung 5.7: Die Dynamikanpassung V; iiber dem Stérungsparameter € aufgetra-
gen. Fiir M = 2 und M = 3 lésst sich ein raumzeitliches Modell wesentlich besser
anpassen als fir M = 1.

Wir erkennen, dass ein zwei-dimensionales dynamisches Modell mit ~ 99% Konfi-
denz nur unwesentlich schlechter als ein Modell in drei Dimensionen angepasst wer-
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den kann. Beide Modelle heben sich dabei deutlich von der Anpassung mit M = 1
ab. Aus diesem Grund stellen wir fest, dass der hochdimensionale EEG-Datensatz s
bei ~ 30ms effektiv durch zwei Modenprojektionen beschrieben werden kann. Die
optimalen rdumlichen Moden WLQ sind in Abbildung 5.8 mit ihren realen und re-

konstruierten Amplituden dargestellt.
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Abbildung 5.8: Die Amplituden y; 2(¢) (rechts) der rdumlichen Moden WJLZ (links).

Die Projektionen qw}2 (durchgezogene Linie) und die rekonstruierten Amplituden
[ flx;]dt (gestrichelte Linie) stimmen gut iiberein. Die Farbkodierung der Potenziale
entspricht derjenigen von Abb. 5.4

Das dynamische Modell

Parallel zu den rdumlichen Moden wurde ein zweidimensionales Modell fiir die zeit-
liche Dynamik bestimmt. Das Phasenportrait in Abbildung 5.9 zeigt neben dem
zeitlichen Verlauf des projezierten Signals die Quadratnorm [f|> des angepassten
Polynoms grau skaliert im Hintergrund (schwarz: niedere Werte, weif}: hohe Werte).
Auf der rechten Seite der Abbildung ist ein nummerisch bestimmter Fixpunkt als
Potenzialverteilung gezeigt, welcher das globale Minimum von |f|* darstellt.

Das dynamische Modell ist mit z;(t) = q(t)w zu

‘fl = Aul’l + A12$2 + Algl’% + A14$§ + A15$i’ + AIGI%xQ + A171’1$§ + Algxg
(5.3)
jfg = Agll'l + Aggﬂfg + A23£B% + A24$§ + A25QZ§’ + Ag@l’%ﬂfg + A27£E133§ + Aggl’%

bestimmt.
Die Modellkoeffizienten A;, aus Kapitel 4.4 sind
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Abbildung 5.9: Links: Das Phasenportrait der Projektionen und die grau kodierte
quadratische Norm |f|* des angepassten Polynoms. Die Graustufen von Weiss nach
Schwarz kodieren hohe bis niedrige Werte. Rechts: Die Potenzialverteilung des re-
konstruierten Fixpunktes. Die Farbkodierung der Potenziale entspricht derjenigen
aus Abb. 5.4.

Ap=94 A=2708 | Ap=-11 A;,=-326
A21:17 A22:87 A23:49 A24:1035
A15=59  Ajs=-81 A17=-230 A;3=-2076
A25:—29 A26:—217 A27:—888 A28:-86

Mittels eines Runge-Kutta-Verfahrens vierter Ordnung kann das Differentialglei-
chungssystem mit verschiedenen Anfangsbedingungen integriert werden. Die resul-
tierenden Trajektorien sind in Abbildung 5.10 zu sehen. Es sind insgesamt zwei
Sattelpunkte und ein stabiler Fokus des Modells zu erkennen. Variationen des Po-
lynoms durch Vernachlidssigung von Termen zeigen, dass alle angegeben Terme des
Differentialgleichungssystems (5.3) notwendig sind, um die Projektionen zu rekon-
struieren.

Die Trajektorienschar deutet die Existenz einer stabilen und instabilen Mannigfal-
tigkeit an fiir den Ein- und Ausgang des Signals in den Bereich der drei Fixpunkte.
Diese Topologie ist jedoch nur auf Grund einer einzelnen Trajektorie bestimmt und
somit erst einmal nur fiir diese giiltig. Um zu gewéhrleisten, dass unsere Ergebnisse
die Dynamik der Komponente allgemeingiiltig beschreibt, miissen weitere Modelle
untersucht und ihre dynamischen FEigenschaften verglichen werden. Die Untersu-
chung der Dynamik einer Schar von Trajektorien, die den Signalen einzelner Ver-
suchsdurchlaufe entsprechen, kann in einer Erweiterung der Methode erfolgen, um
eine allgemeine Topologie der funktionellen Komponente P30 zu erhalten. Klassifi-
zierungen von frithen Komponenten und kognitiven Prozessen bei grofieren Latenzen
werden dann moglich.
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Abbildung 5.10: Trajektorienschar von integrierten Losungen des Differentialglei-
chungssystems des dynamischen Modells mit verschiedenen Anfangsbedingungen.
Der Startpunkt einer Trajektorie ist jeweils mit einem Kreis gekennzeichnet. Oben:
Die eingezeichneten Fixpunkte F'P1 — 3 sind visuell bestimmt, die rekonstruierte
Trajektorie ist fett gezeichnet. Unten: Ausschnitt aus dem oberen Bild zur besse-
ren [llustration der Fixpunkte F'P1 und FP2. Auch diese sind visuell bestimmt.
Fixpunkt F'P2 ist in Abbildung 5.9 als rdumliches Muster dargestellt.
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5.3 Diskussion

Die vorgestellte Fixpunktanalyse eines multidimensionalen Signals erlaubt die De-
tektion von Trajektoriensegmenten, die durch ein dynamisches System in der Nihe
eines Fixpunktes beschrieben werden kénnen. Die Modellierung der raumzeitlichen
Dynamik dieser Segmente fiithrt zu deterministischen, autonomen Differentialglei-
chungssystemen, deren topologischen Eigenschaften charakteristisch fiir das unter-
suchte Signal sind.

Die drei Sattelpunkte des Differentialgleichungssystems fiir die Amplitude einer si-
mulierten Kiippers-Lortz-Instabilitiat konnten detektiert und an Hand ihres Sta-
bilitatsverhaltens identifiziert werden. Das hochdimensionale und nichtstationére,
raumzeitliche Verhalten des Signals ist somit durch eine Abfolge von niederdimen-
sionalen und autonomen Modellen beschrieben. Der additive Rauschterm im dyna-
mischen System (3.6) ist zwar zwingend fiir die Ubergéinge zwischen den drei Moden
und somit fiir den Zyklus, doch wird die lokale Dynamik nur durch die Eigenschaften
des jeweiligen Fixpunktes bestimmt.

Fiir den EEG-Datensatz wurden Clusterzentren und somit mégliche Fixpunkte de-
tektiert. Auch bei diesem Datensatz kann eine Ubereinstimmung von EKP-Komponenten
und Cluster-Zeitfenstern festgestellt werden. Die raumzeitliche Dynamik der detek-
tierten EKP-Komponente P30 konnte mit hoher Konfidenz durch ein zweidimensio-
nales Modell beschrieben werden. Dieses weist jedoch mehrere Fixpunkte mit un-
terschiedlichem Stabilitatsverhalten auf, die gemeinsam die zeitliche Dynamik der
Komponente bestimmen, wodurch eine globale Beschreibung der Dynamik notwen-
dig ist.

Die implizite Annahme, eine EKP-Komponente koénne durch einen Fixpunkt be-
schrieben werden, muss folglich fallen gelassen werden. Die Frage nach der Bedeu-
tung der Fixpunkte in Hinblick auf neuronale Funktionalitéit kann somit an dieser
Stelle noch nicht abschlieBend beantwortet werden. Die Existenz mehrerer Fixpunk-
te in einer Komponente verdeutlicht auch, dass das Gehirn ein getriebenes System
darstellt, in dem funktionelle Prozesse parallel ablaufen kénnen. Die Beschreibung
neuronaler Aktivitit durch eine Sequenz von funktionellen Einheiten, wie auch Fix-
punkte interpretiert werden kénnen, muss aufgegeben werden. Es scheint, dass selbst
bei augenscheinlich einfachen Prozessen, wie der Wahrnehmung von auditorischen
Reizen, mehrere funktionelle Komponenten aktiv sind. Dies zu verifizieren, wird Teil
zukiinfiger Forschung sein, wobei gerade die Kombination der vorgestellten FPA mit
der Modellierung neuronaler Dipolfelder neue Einsichten in raumzeitliche neuronale
Aktivitdten in Aussicht stellt.



Kapitel 6

Zusammenfassung

In der vorliegenden Arbeit haben wir eine neue Methode zur Untersuchung der
raumzeitlichen Dynamik von Signalen vorgestellt. Der prisentierte Ansatz greift die
Problematik der Modellierung von nicht-stationdren raumzeitlichen Signalen auf,
die bei der Untersuchung von thermodynamisch offenen Systemen gegeben ist. Bis-
her entwickelte Methoden zur raumzeitlichen Analyse zielen stets auf eine globale
niederdimensionale Modellierung eines Signals ab. Eine globale Beschreibung eines
nicht-stationéren Signals, das beispielsweise im Laufe seiner zeitlichen Entwicklung
verschiedene Zusténde durchlduft, ist jedoch im allgemeinen mit niederdimensio-
nalen Modellen nicht sinnvoll. In dieser Arbeit gehen wir hypothetisch davon aus,
dass das untersuchte Signal aus einer Sequenz von funktionellen Segmenten und
Ubergangsbereichen bestehe, wobei letztere keine Funktionalitit des Systems tragt.
Die Ableitung von Methoden zur Bestimmung dieser Signalsegmente und deren an-
schlielender niederdimensionaler Modellierung ist Gegenstand dieser Arbeit. Dieser
Ansatz erlaubt es, ein nicht-stationdres im allgemeinen hochdimensionales Signal
durch eine Sequenz von niederdimensionalen, nicht-stationédren raumszeitlichen Mo-
dellen darzustellen.

Im ersten Teil der Arbeit leiten wir einen Ansatz zur Segmentation des Signals
ab. Bisherige Arbeiten iiber niederdimensionale dynamische Modelle fiir gemessene
ereignis-korellierte EEG-Daten lassen die Vermutung zu, dass sich mogliche Seg-
mente durch gewohnliche Differentialgleichungen in der Néhe von Fixpunkten be-
schreiben lassen. Diese Annahme fithrt zur Ableitung eines Clusteralgorithmusses
und zu den damit verbundenen notwendigen Kriterien. Um die so bestimmten Si-
gnalsegmente zu modellieren, wird im zweiten Teil der Arbeit eine Ableitung eines
niederdimensionalen raumzeitlichen Modells vorgestellt. Der Unterschied zu bereits
entwickelten Methoden besteht hierbei in der analytischen Ableitung des Modells.
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Réaumliche statische Moden und ein zugehoriges dynamisches System fiir die Mo-
denprojektionen bilden dabei das raumzeitliche Modell und kénnen mittels eines
storungstheoretischen Ansatzes bestimmt werden. Es konnte eine Kostenfunktion
gefunden werden, aus der das vollstiandige Modell direkt abgeleitet werden kann.
Durch die analytische Formulierung gelingt eine nummerisch schnelle Implementie-
rung und eine deutliche Transparenz der Methode bezitiglich ihrer Arbeitsweise. Die
Kombination der ersten beiden Teile der Arbeit zu einer raumzeitlichen Fixpunkt-
analyse schliet die Methode ab und ist im letzten Teil der Arbeit vorgestellt.
Neben der Ableitung der verschiedenen Methode wurden diese durch Anwendungen
auf simulierte Daten iiberpriift und im Falle der Kriterien fiir den Clusteralgorithmus
an simulierten Daten entwickelt. Neben anderen wurde ein simulierter hochdimen-
sionaler Datensatz, dessen Dynamik der einer Kiippers-Lortz-Instabilitét gleich ist,
zeitlich segmentiert und die zugehorigen raumzeitlichen Modelle bestimmt. Gemes-
sene ereignis-korrelierte EEG- und MEG-Signale wurden untersucht und modelliert,
wobei die Aquivalenz von Signalsegmenten, die durch den Clusteralgorithmus be-
stimmt wurden, und neuronal funktionellen ERP- bzw. ERF-Komponenten festge-
stellt wurden. Da die Motivation fiir die Clustersegmente das dynamische Verhalten
in der Ndahe von Fixpunkten ist, ist eine Verbindung zwischen Fixpunkten in raum-
zeitlichen Signalen und funktionellen Komponenten zu erkennen. Weitere Folgerun-
gen sind eine neue hochdimensionale Detektion von kognitiven Komponenten und
somit eine automatische Identifizierung funktioneller Prozesse. Die Methode erlaubt
die Detektion von Unterstrukturen, wie in der vorliegenden Arbeit am Beispiel einer
visuellen Komponente P300 gezeigt, was von aktuellem Forschungsinteresse in der
Neuropsychologie ist.

Im Vergleich mit konventionellen Verfahren zur Detektion von Komponenten in
EEG/MEG-Daten wie der Methode der Microstates von Lehmann et al., die auf
statistischen Kriterien basiert, besticht die vorgestellte Methode durch ihr Konzept
der Trajektorie, die ja zu jedem Zeitpunkt das hochdimensionale Signal reprisen-
tiert. Kriterien fiir die Rdnder von Komponenten, die entscheidend fiir eine Methode
in diesem Zusammenhang sind und beispielsweise im Falle der Microstates {iber eine
umfangreiche Statistik festgelegt werden, ergeben sich aus dem Clusteralgorithmus
direkt und erlauben zusitzlich kontinuierliche Ubergéinge zwischen Komponenten.
Die niederdimensionale Modellierung von Signalsegmenten macht eine Klassifizie-
rung funktioneller Komponenten moglich. Diese kann jedoch nur dann als valide
gelten, wenn eine Schar von Trajektorien die Dynamik des Phasenraumvolumens
festlegt. Im Fall von ereignis-korrelierten Gehirndatensétzen ist meist eine Trajek-
torienschar aus verschiedenen Versuchsdurchldufen gemessen, was eine Erweiterung
der Methode beispielsweise auf die Untersuchung von Transportdichten im Pha-
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senraum direkt folgern 148t. Modellen fiir lokalisierte Dipole als Generatoren von
neuronaler Aktivitit oder gar fiir Netze neuronaler Aktivitéit ist durch raumzeitli-
che Modelle fiir Aktivitit auf der Kopfoberfliche eine weitere Invariante gegeben,
die die Beliebigkeit des Inversen Problems auf neue Weise einschrinkt.
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Anhang A

Ableitung von Moden in n-ter
Storungsordnung

Storungstheorie ohne Entartung

Es gilt
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und den Bestimmungsgleichungen fiir die PCA-Moden
Cvi=Mvi , viiCvi = Ao

ergeben sich nach Multiplikationen von (A.1),(A.2) mit v,, fiir die n-te Stérungs-
ordnung nach wenigen Umformungen

M n—1
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mit k € [1,.., M],m € [1,.., N].
Die Matrizen 7, 7 und ¢ sind auf Grund einer méglichen Dimensionsreduktion nicht-
quadratische Matrizen, fiir die gilt:

7= = ok moe (1., M]

F—F — 0 Vke[l,.,M],me[M+1,.,N]

all

gkm = Opm Vk,mE[l,..,M]

Okm = 0  Vkell,.,M],me[M+1,..,N],

Orm bezeichnet das Kronecker-Symbol.
Die Nebenbedingungen (A.3),(A.4) ergeben in n-ter Stérungsordnung
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Da die Matrizen c, d, 7 nicht-quadratisch sind, miissen zwei Félle unterschieden wer-
den.

Fall 1: k,m e [1,.., M]

Mit (A.3) schreibt man die Gleichungen (A.5), (A.6) zur Abkiirzung um zu

=i = 2l )+ o
R =l = 2000+ M) + )

Aus diesen Gleichungen und einem Indextausch in der letzten Gleichung erhélt man
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Die Matrizen n, x und der Vektor « sind hierbei in n-ter Stérungsordnung
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Die Modellparameter

Eine zeitliche Modendynamik kann mittels eines Systems gewohnlicher nichtlinearer
Differentialgleichungen modelliert werden. Man setzt also

wi
5() =Y tiabaly;) mit y(t) = (A7)

- V<>

wobei ;(t) allgemein nichtlinear von den Amplituden y;(¢) abhéngt. Eine Optimie-
rungsfunktion zur Bestimmung der Modellparameter leitet sich aus (A.7) direkt ab
zu

M .
azaga
Z_: )? >

Die Normierungskonstante N; ist fiir die Modellparameter unerheblich, nicht jedoch
fiir die Bestimmung der Entwicklungskoeffizienten.

Aus aai = 0 folgt in n-ter Stérungsordnung
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Y =1 m=0 «

(A.8)

Um die partiellen Ableitungen der Dynamikfunktion V; nach den Moden W;E,,Wk

angeben zu kénnen, muss die Normierung in (A.8) spezifiziert werden.
Mit N; =< g2 > folgt g—xi =0 und
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